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de Potts

Este trabalho foi apresentado à pós-
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Este documento é necessário para agradecer as pessoas que me ajudaram neste
trabalho e, que muitas vezes, na correria do dia a dia, esquecemos de agradecer.
Então, estes agradecimentos de maneira documentada passam a ser uma forma de
singela de retribuição.

Em primeiro lugar, agradeço a Deus pelas oportunidades oferecidas e pela vida
que tenho.

Em segundo lugar e de forma especial, eu agradeço aos meus pais amados. Eles
me proporcionam uma vida maravilhosa, com amor, respeito, educação e apoio em
tudo na minha vida. Eu sou uma pessoa de bem e feliz por causa deles.

Em terceiro lugar, eu agradeço aos meus queridos e “eternos” orientadores. No
mestrado, o Alejandro C. Frery. Aprendi muito com ele, tanto no lado profissional
quanto pessoal. Ele foi mais que um orientador, ele foi e continuará sendo um amigo.
Na graduação, o Robson C. Lins que foi um orientador dedicado e importantı́ssimo na
minha formação cientı́fica.

Eu também agradeço aos meus amigos, tanto aqueles que conheci na UFPE
quanto na UNICAP. Eles sempre me deram apoio de forma direta ou indireta através
de favores ou, simplesmente, dando atenções e carinhos.



Dedicatória
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Resumo

Recentemente foi estabelecida uma analogia entre o problema de agrupamento e a
procura de configurações tı́picas de um modelo fı́sico, o modelo de Potts. Para ilustrar
essa analogia foi desenvolvido um programa, em linguagem C, pelo Professor Eytan
Domany, do Departamento de Fı́sica de Sistemas Complexos, do Weizmann Institute of
Science, de Israel. A função principal desse programa é a realização do agrupamento
hierárquico de dados baseado no comportamento superparamagnético do modelo de
Potts (SPC – Superparamagnetic Clustering). Essa coleção de agrupamentos é obtida
simulando ocorrências de um modelo de Potts não-homogêneo em um estágio inter-
mediário entre as fases ferromagnética e paramagnética. O foco deste trabalho é o
desenvolvimento de um sistema que permite a aplicação dessa técnica à segmenta-
ção de imagens. Para tanto, foi desenvolvida uma interface, utilizando IDL e ENVI,
para auxiliar o usuário na utilização dessa e de outras técnicas de agrupamento e na
compreensão dos resultados provenientes de técnicas hieráquicas de agrupamento
de dados. Os agrupamentos obtidos são ilustrados através de imagens, de gráficos
hierárquicos (dendrogramas) interativos e por animações.

Palavras-chave: Segmentação de Imagens, Agrupamento Hierárquico de Dados,
Modelo de Potts, Interface.



Abstract

Recently an analogy was established between the problem of clustering data and
the search of typical configurations of a physical model, the Potts model. To illustrate
this analogy, a program was developed, in the C language, by Professor Eytan Domany
(Department of Physics of Complex Systems, Weizmann Institute of Science, Israel).
The main purpose of this program is the accomplishment of a hierarchical clustering
algorithm based on the superparamagnetic behavior of the Potts model (SPC – Super-
paramagnetic Clustering), through finding typical states of a non-homogeneous Potts
model in intermediate states between the ferromagnetic and the paramagnetic pha-
ses. This work is aimed at clustering technique to image segmentation. An interface,
using IDL and ENVI, was developed in order to assist the user in the use of this and
other segmentation procedures and to provide tools to understand the results from
hierarchical clustering techniques. Clusters are illustrated through images, interac-
tive hierarchical graphs (dendrogram) and animations.

Keywords: Image Segmentation, Hierarchical Clustering Data, Potts Model, In-
terface.
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Módulo Principal . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 102
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Lista de Figuras

1 Agrupamento de oito objetos caracterizados por medidas bidimensionais. 14

2 Tipos de vizinhança na representação matricial . . . . . . . . . . . . . . . 29

3 Resultados das técnicas aglomerativas e divisı́veis. . . . . . . . . . . . . . 37

4 Dendrograma para o exemplo da junção simples. . . . . . . . . . . . . . . 40
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39 Módulo MDA. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 111
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22 Matriz de dissimilaridade com critério de vizinhança- � . . . . . . . . . . . 83

23 Matriz de dissimilaridade triangular com critério de vizinhança- � . . . . . 83
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13

1 Introdução

É intuitivo ao ser humano olhar para o mundo em volta e, em instantes, distinguir

os principais objetos contidos nele. Este fato se deve à capacidade do sistema olho-

cérebro humano em organizar caracterı́sticas presentes na cena de acordo com algum

critério de “semelhança”. Esta organização de caracterı́sticas permite o reconheci-
mento dos objetos, uma vez particionada a cena.

Apesar do sistema olho-cérebro humano ter evoluı́do ao longo de milênios, ele está
muito bem adaptado apenas para efetuar a organização de caracterı́sticas numéricas

de até três dimensões que estejam espacialmente bem separadas.

As imagens, tal como as percebem os seres humanos, podem ser caracterizadas

por funções definidas sobre um domı́nio com valores em um espaço real de dimensão

três. Desta forma, o reconhecimento de objetos estáticos pela visão está, para os

seres humanos, relacionado com problemas de tratamento de sinais de dimensão

três (estamos excluindo a componente temporal).

O reconhecimento de objetos em imagens pode ser simples desde que haja poucos

objetos e desde que eles sejam visualmente distintos e bem definidos. Por outro

lado, em imagens com muitas informações, como imagens de sensoriamento remoto

multiespectrais ou hiperespectrais, com dimensões superiores a três, organizar as

caracterı́sticas pode se tornar um processo exaustivo, lento, ou até, impossı́vel.

As pesquisas no processamento de imagens e em visão computacional têm forne-

cido várias ferramentas para auxı́lio na análise e manipulação de imagens. O proces-

samento de imagens não consegue competir atualmente com o nosso sistema visual,

mas pode tornar a manipulação de imagens mais rápida e fácil, como no caso de

imagens de sensoriamento remoto.

Segundo Lucca (1998), um dos primeiros passos do processo de análise de uma

imagem consiste em particioná-la em seus elementos contituı́ntes (objetos) e repre-

sentá-la através de um conjunto de regiões obedecendo algum critério para realizar

essa partição. Esse critério poderá ser qualquer medida que o usuário considere ade-

quada à aplicação e aos dados, sendo alguns deles a intensidade média, o contraste

e a textura. Este processo é denominado “segmentação”.

A segmentação é uma das tarefas mais crı́ticas no processo de análise de uma
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imagem e sua importância tem impulsionado o desenvolvimento de uma grande va-

riedade de algoritmos para esse propósito como, por exemplo, os que utilizam técnicas

de agrupamento de dados.

O agrupamento de dados consiste em, a partir de um conjunto de dados que

caracterizam populações de indivı́duos, procurar grupos de elementos semelhantes

entre si e distintos dos outros. Alguns dos textos que tratam este problema detalha-

damente são os de Duda & Hart (1973), de Duda, Hart & Stork (2001), de Fukunaga

(1990), de Kaufman & Rousseeuw (1990) e de Ripley (1996).

Como ilustração para a operação de agrupamento definida acima consideremos

um problema simples: agrupar oito indivı́duos que estão caracterizados por uma

medida bi-dimensional, ou seja, por uma medida formada pela coleta de dois atributos

como, por exemplo, estatura e peso. A Figura 1 ilustra esta caracterização mapeando

os oito indivı́duos em pontos no plano. É intuitivo afirmar que os indivı́duos formam

dois grupos distintos de objetos, ��� �"!�#�$&%'$(�)$&��* e �+�+�,!�-�$&./$(��$&01* .

Figura 1: Agrupamento de oito objetos caracterizados por medidas bidimensionais.

Os objetos que pertencem ao mesmo grupo apresentam a caracterı́stica altura-
peso com valores próximos entre si, sendo assim temos a formação de dois grupos
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(denominados de clusters em inglês). A descoberta destes clusters é o principal ob-

jetivo da análise de agrupamento, onde objetos que pertencem ao mesmo grupo são

similares entre si e distintos de objetos que pertencem a grupos diferentes.

Pode-se fazer uma analogia entre o problema de agrupar dados à dificuldade do

ser humano em aprender a distinguir objetos. Como exemplo, considere uma criança

que nunca tenha visto gatos e cachorros. A esta criança foram entregues centenas de

fotos desses animais, sem nenhuma explicação prévia dos objetos contidos nas fotos.

Há chances da criança ter uma noção de que ela foi apresentada a dois novos tipos

de animais, após ter visto uma grande quantidade de informação, ou seja, a criança

aprendeu mais dois tipos de animais sem ter sido instruı́da a isto. Esta forma de

aprendizado não-supervisionado é realizada pelo processo contı́nuo de melhoramento

dos esquemas de classificação do subconsciente.

Nosso cérebro aprende, sem uma necessidade de instruções prévias detalhadas,

através dos agrupamentos ou junções de observações similares. Tal processo é usado

no agrupamento de dados, onde são procurados grupos que têm a caracterı́stica de

serem construı́dos da forma mais natural possı́vel à percepção humana. Estes grupo

são denominados de “grupos naturais”.

Como visto anteriormente, a segmentação de imagens tem o objetivo de particio-

nar os dados de entrada em objetos de acordo com algum critério. Se estes critérios

estiverem voltados às caracterı́sticas/particularidades das imagens de forma natural

à percepção humana, mais a segmentação tende a ter bons resultados do ponto de

vista da visão.

As técnicas de agrupamento de dados possuem vantagens com relação a outras

técnicas para a questão de análise de caracterı́sticas naturais da imagens, visto que
podem ser aprimoradas para a obtenção dos “grupos naturais”.

O objetivo desta dissertação é aplicar uma nova técnica de agrupamento no pro-

blema de segmentação de imagens, o agrupamento baseado no comportamento su-

perparamagnético do modelo de Potts. Para simplificar a referência a esta técnica,

ela será chamada de “agrupamento superparamagnético” em todo este documento.

As próximas seções descrevem brevemente os principais assuntos abordados nessa

dissertação.

1.1 Segmentação de imagens

A segmentação de imagens é um dos processos mais importantes na análise de

imagens. Como a segmentação é um dos primeiros passos na cadeia de operações

na análise de uma imagem, o seu desempenho influenciará diretamente na qualidade

dos resultados obtidos em etapas posteriores.

O problema central da segmentação é distinguir objetos em uma imagem através
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da partição da imagem em regiões disjuntas e homogêneas segundo algum critério

estabelecido, tal como textura unforme, intensidade média e outros. Freqüentemente,

na imagem segmentada, os objetos encontrados são exibidos através seus contornos.

Como a segmentação é um passo crı́tico na análise de imagens, várias técnicas

foram desenvolvidas através de perspectivas variadas. Em Sharma (2001), tem-se

uma revisão bibliográfica dessas técnicas, que podem ser classificadas em pelo menos

uma das seguintes categorias largamente utilizadas:2 fatiamento de histograma2 agrupamento de dados2 ajuste de regiões2 por crescimento de regiões2 detecção de bordas

As técnicas baseadas no fatiamento de histograma são freqüentemente utilizadas

em imagens monocromáticas. Quando estas possuem seus objetos e fundos (back-
ground) bem definidos, os histogramas apresentam uma estrutura formada por picos

e vales. Através do histograma, pode-se estabelecer limiares para separar os alvos

distintos da imagem. O histograma é então “fatiado” por estes limiares. Com imagens

coloridas, a identificação dos limiares torna-se um processo mais complicado, pois a

análise deve ser realizada através de três histogramas, um para cada componente ou

banda. A presença de ruı́dos na imagens dificulta a segmentação por esta técnica, já

que este tipo de contaminação irá afetar os histogramas e, com isso, poderá compro-

meter o resultado obtido. Uma forma de evitar este problema é utilizando filtros para

suavizar os ruı́dos presentes no histograma. Os detalhamento de algumas destas

técnicas encontra-se em Sharma (2001) e em Lucchese & Mitra (2001).

As técnicas baseadas nos métodos de agrupamento de dados tem o intuito de

particionar a imagem em subgrupos a partir de medidas de proximidade. Assim, os

pontos de uma imagem que estão no mesmo grupo são próximos perante esta medida

e pontos pertencentes a grupos diferentes são distantes. Estas técnicas, como comen-

tado na introdução deste capı́tulo, tendem a formar “grupos naturais”. Esta vantagem

é importante quando aplicada à segmentação, pois encontra objetos mais adaptados à

percepção humana. Porém, os métodos de agrupamento de dados tornam-se compu-

tacionalmente pouco eficientes para tratar grandes volumes de dados, como no caso
das imagens. Algumas dessas técnicas estão detalhadas no Capı́tulo 2 e em Sharma

(2001).

As técnicas baseadas no ajuste de regiões são realizadas através de tentativas

de identificar um padrão para cada porção da imagem de entrada. Uma das mais

simples implementações desta abordagem é a técnica de divisão e agrupamento de
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regiões (split and merge). Neste caso, a segmentação é realizada juntando-se regiões

adjacentes se as mesmas forem similares ou dividindo uma região se a mesma não

é homogênea. Uma abordagem para segmentar uma imagem através desta técnica

consiste em subdividir a imagem de entrada sucessivamente em quadrantes que

satisfaçam certa propriedade. Desta forma, para cada quadrante, verifica-se se a

propriedade é válida ou não. Se um dado quadrante não satisfazer tal propriedade,

ele é subdividido em subquadrantes e assim por diante. O próximo passo é agrupar

regiões adjacentes que são similares, isto é, que satisfazem a propriedade definida. O

processo termina quando não for mais possı́vel nenhuma divisão ou agrupamento.

Entretanto, existem algumas limitações no emprego desta técnica. Uma delas é

que, uma vez que a segmentação é feita a partir da produção de divisões quadradas

da imagem original, a segmentação final tende a ter regiões com formas quadradas.

Outro aspecto é que as regiões produzidas são dependentes do ponto de partida e

regiões homogêneas podem ser segmentadas dependendo da sua posição espacial.

Finalmente, esta abordagem tende a perder pequenas regiões dentro de grandes áreas

uniformes (Lucca 1998).

As técnicas de crescimento de regiões baseiam-se na procura direta de regiões,

onde o procedimento consiste em agrupar pixels ou sub-regiões em regiões maio-

res. Nesta técnica, a segmentação se inicia com partições pequenas, distintas e ho-

mogêneas da imagem para depois agrupar essas partições empregando-se critérios

de similaridade de uma certa propriedade (nı́vel médio de cinza, por exemplo) entre
partições vizinhas. A seleção do critério de similaridade depende da aplicação consi-

derada e do tipo de dado disponı́vel. Alguns problemas desta técnica são a seleção das

partições iniciais, a seleção de propriedades convenientes para crescer (ou agrupar)

essas partições e a formulação de uma regra de término para o processo. Outro pro-

blema é que toda vez que um novo pixel é unido a um segmento, a caracterı́stica deste

segmento é redefinida. A adição de um pixel a um segmento é dependente do limiar de

similaridade automático ou manual adotado. Pixels situados em zonas de fronteira

entre duas regiões distintas podem ter caracterı́sticas impuras, ou seja, seus valo-

res radiométricos podem ser uma combinação das radiometrias que definem essas

regiões. Deste modo, se o limiar estabelecido é muito alto, o crescimento de regiões

vai deixar muitos desses pixels como segmentos diminutos. Entretanto, se o limiar é

baixo, segmentos que representam classes distintas serão agrupados (Lucca 1998).

As técnicas de detecção de bordas baseiam-se em encontrar limites entre regiões

homogêneas de diferentes propriedades, e necessitam de operadores especı́ficos que

realcem as bordas antes da segmentação. Uma borda é o limite entre duas regiões

com propriedades de nı́veis de cinza relativamente distintas, e sua detecção pode ser

feita automaticamente por operadores de derivadas locais denominados de gradiente,

os quais são implementados usando-se janelas (máscaras) de variados tamanhos.

Técnicas de detecção de bordas têm sido largamente empregadas para segmentar
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imagens ópticas. Alguns exemplos de operadores de bordas usados em tais imagens

são os gradientes de Robert, Prewitt e Sobel. Esses operadores são tipicamente em-

pregados sobre janelas quadradas de lado � , � ou 3 , já que o emprego de máscaras

maiores pode facilmente introduzir problemas na orientação das bordas (Lucca 1998).

Esta dissertação trabalhou com a aplicação de uma técnica de agrupamento de

dados à segmentação de imagens, definida na próxima seção.

1.2 Agrupamento superparamagnético

O problema do agrupamento de dados, descrito no Capı́tulo 1, levou ao desenvol-

vimento de técnicas e implementações que sempre tiveram como objetivo principal a

corretude dos resultados obtidos. Por uma técnica “correta” entende-se, neste con-

texto, aquela que produz como saı́da os “grupos naturais” presentes nos dados de

entrada.

Descobrir a qual grupo um determinado indivı́duo pertence não é uma tarefa

simples, uma vez que existem diversas técnicas para agrupamento de dados com

resultados potencialmente diferentes (Everitt, Landau & Leese 2001, Gordon 1999,

Kaufman & Rousseeuw 1990).

Algumas dessas técnicas exigem um conhecimento mais profundo do conjunto
de dados a ser agrupado, isto por causa da quantidade de parâmetros que algumas

técnicas necessitam para que o agrupamento possa ser realizado satisfatoriamente.

Nem sempre poderemos fornecer todos esses parâmetros, logo, o processo de agrupa-

mento poderá ficar comprometido e os resultados obtidos poderão não representar a

realidade do conjunto de dados.

Descobrir qual é a melhor técnica equivale a perguntar se os agrupamentos resul-

tantes estão realmente corretos, pergunta que nem sempre sabemos responder. As

diversas abordagens mais formais ao problema de agrupamento têm, dentre outros

objetivos, a procura de métricas capazes de medir a “qualidade” de agrupamentos de

dados.

Com base neste problema foi desenvolvido um novo método para agrupamento de

dados baseado não apenas em caracterı́sticas estatı́sticas e matemáticas como são

os métodos clássicos, mas também em propriedades fı́sicas. Esse método é conhe-

cido como Agrupamento Superparamagnético e foi desenvolvido por Domany, Blatt,

Gdalyahu & Weinshall (1999).

A técnica de agrupamento superparamagnético é baseada em um modelo fı́sico-

magnético, o modelo de Potts não-homogêneo, que procura associar configurações

deste modelo, baseado na temperatura, a grupos de dados. Essa associação é a

chave do método de agrupamento superparamagnético e será descrita no Capı́tulo 3.
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Para verificar a eficiência do método superparamagnético foi implementado um

sistema que realiza o agrupamento superparamagnético de dados. Esse programa

foi desenvolvido em linguagem C e recebe como parâmetros de entrada um arquivo de
dados e um arquivo contendo informações a respeito desses dados como, por exemplo,

o número de indivı́duos contidos no arquivo de dados, a temperatura a partir da qual

os agrupamentos começam a ser realizados, a temperatura final dos agrupamentos,

entre outros que serão descritos na Seção 5.1.

A passagem desses parâmetros de entrada é feita pelo próprio usuário que, inici-

almente, tem a inconveniência de gerá-los em algum software matemático a parte, ou

de informá-los em um arquivo com formatação padrão. Quando os dados são uma

imagem, em particular, esta passagem é bastante inconveniente. Este mecanismo

de interação torna a aplicação do sistema ao problema de agrupamento de imagens

muito difı́cil, ou até impossı́vel. Outra dificuldade encontrada foi o uso de linhas de

comando como forma de ativar o sistema, o que não é uma tarefa tão simples para

a maioria dos usuários que tenham a pretensão de utilizar o programa, uma vez que

muitos não pertencem à area de Computação.

Como mencionado no parágrafo anterior, o programa descrito, nomeado SPC, não

oferece mecanismos amigáveis de interação ao usuário; a única maneira de interagir

com ele é pela passagem de parâmetros através de um arquivo de configuração antes

de sua execução. Os arquivos resultantes dos agrupamentos são de difı́cil entendi-

mento por parte de qualquer usuário, o que também restringe o uso do novo método
apenas aos desenvolvedores ou especialistas no assunto.

Procurando amenizar os problemas de interação acima apontados, foi desenvol-
vida uma interface que realiza a comunicação entre o usuário e o SPC, proporcionan-

do ao usuário não só a passagem dos parâmetros de entrada para o programa, mas

também a criação dos mesmos.

Com esta proposta, o usuário pode criar os parâmetros de entrada dentro da

própria interface e escolher as informações apropriadas para a realização dos agru-

pamentos. Além disso, apenas dois dos cinco arquivos de saı́da do SPC foram conside-

rados para exibição dos resultados, os quais contêm informações que são utilizadas

para representar de inúmeras maneiras os agrupamentos.

Enquanto as tarefas acima eram desenvolvidas, foram feitas modificações subs-

tanciais ao código original com o objetivo de aperfeiçoar as funcionalidades já exis-

tentes e de ajustá-las às necessidades da interface desenvolvida. Para tanto, foi

preciso “enxugar” o aglomerado de informações que eram geradas e armazenadas

pelo programa original como, também, gerar outros dados relevantes para as novas

funções da interface desenvolvida. Além de serem realizadas alterações para adaptá-

lo à segmentação de imagens.

Uma descrição mais detalhada da interface desenvolvida é descrita na Seção 5.3.

Esta inteface foi implementada utilizando IDL e ENVI, plataformas que serão descritas
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na próxima seção.

1.3 Plataformas de trabalho: IDL e ENVI

1.3.1 Plataforma IDL

O IDL (Interactive Data Language) é um ambiente de trabalho completo para

análise e visualização interativa de dados de qualquer natureza (IDL: Interactive Data
Language 2003). Este software é desenvolvido, mantido e comercializado pela firma

RSI (Research Systems Inc), que integra o poder de uma linguagem de quarta geração

com ferramentas avançadas de análise matemático-estatı́stico, representação gráfica

e visualização em forma de funções e rotinas facilmente acessı́veis ao usuário.

Com o IDL se tem grande flexibilidade, podendo os dados serem processados

inteiramente no ambiente do IDL através de seus comandos, ou aplicações completas

serem desenvolvidas pela linguagem IDL, agregar também rotinas Fortran ou C, ou

ainda, chamar funções do IDL num programa Fortran ou C , com livre escolha da

plataforma de trabalho.

Outras vantagens do IDL incluem:2 Os operadores e funções/procedimentos podem trabalhar diretamente com ma-

trizes, sem a utilização de laços, o que permite simplificações na iteração e

redução no tempo de execução do programa.2 Permite desenhar de forma multidimensional, visualizar imagens, montar ani-

mações.2 Contêm rotinas numéricas e estatı́sticas para análise e simulação dos dados.2 Oferece flexibilidade na leitura e escrita de arquivos em vários formatos: BMP,
GEO TIFF, Interfile, JPEG, PICT, PNG, PPM, SRF, TIFF, X11 Bitmap, XWD, CDF,

HDF, NetCDF, ASCII, Binary, DICOM, DXF, WAV e XDR.2 Contêm componentes gráficas para criação de interfaces multiplataformas.2 Suporta a execução dos programas para várias plataformas com pouca ou ne-

nhuma modificação nos programas: UNIX, Macintosh e Microsoft Windows.

1.3.2 Plataforma ENVI

O ENVI (Environment for Visualizing Images) é um software comercial para proces-

samento de dados de Sensoriamento Remoto, mas que provê a visualização e análise

de imagens de virtualmente qualquer tamanho e em inúmeros formatos (ENVI: Envi-
ronment for the Visualization of Images 2003). Seu fabricante, a RSI (Research Systems
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Inc), o desenvolveu a partir da linguagem IDL. Isso lhe garante robustez, velocidade e

sofisticação sem necessitar de equipamento poderoso.

O ENVI está sendo comercializado de duas formas: com, e sem, a linguagem de de-

senvolvimento IDL. O ENVI RT (versão sem IDL) dispõe de todas as funcionalidades

somente através de sua interface. A versão com o IDL torna o ENVI uma arquite-

tura aberta e permite que seus procedimentos complexos sejam utilizados em modo

“batch”, ou seja, sem uma interação com o usuário. Além disso, esta versão permite

integrar ao ENVI aplicações que foram desenvolvidas no IDL.

A versão do ENVI com o IDL foi escolhida como plataforma de trabalho, visto que

as vitudes mencionadas atendem plenamente as necessidades do trabalho.

1.4 Objetivos do trabalho

A proposta inicial era aplicar o programa SPC à segmentação de imagens e analisar

seus resultados. Visto as necessidades definidas na Seção 1.2, foi desenvolvida uma

interface gráfica amigável para se trabalhar com imagens. Nela, dois arquivos de en-

trada são construı́dos a partir da imagem analisada, um contendo sempre uma matriz

de dissimilaridade e o outro informações a respeito dessa matriz. Esses dois arquivos
são os parâmetros de entrada do programa SPC, como mencionado na Seção 1.2.

Além da geração desses arquivos, um dos objetivos da interface é a comunicação

com o próprio SPC, ou seja, visualmente o usuário poderá invocar o programa sem a

necessidade de usar linhas de comando.

Após a realização dos agrupamentos, outro objetivo importante é permitir ao

usuário uma fácil compreensão dos resultados, através de gráficos, imagens e ani-

mações. A interface implementa os gráficos conhecidos como dendrogramas, que se

apresentam sob a forma de árvore hierárquica, e permitem a interação do usuário

com os agrupamentos realizados. Além disso, o usuário pode visualizar as imagens

segmentadas de várias maneiras: por busca, através de animações e outros. Outras

funcionalidades da interface são a geração de uma análise multivariada de dados e

uma análise descritiva. Dessa forma, os problemas mencionados na Seção 1.2 se-

riam reduzidos, uma vez que o ambiente gráfico permite uma fácil compreensão das

funções fornecidas pelo programa e baseadas nas técnicas utilizadas.

A interface foi desenvolvida com IDL e ENVI e recebe como entrada as imagens do

tipo .IMG, que são o padrão de armazenamento do ENVI. Este padrão será descrito

no decorrer do texto.
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1.5 Contribuições e estrutura do documento

Muitas técnicas de agrupamento de dados tem sido desenvolvidas para diversas

aplicações (ver, por exemplo, Duda & Hart 1973, Duda et al. 2001, Fukunaga 1990,

Kaufman & Rousseeuw 1990, Ripley 1996), mas todas estas técnicas têm como ob-

jetivo a procura de “ grupos naturais” em função das caracterı́sticas dos dados de

entrada.

Como a técnica de agrupamento superparamagético visa tratar volumes de da-

dos grandes em uma diversidade de situações, ela pode ser de grande utilidade na

segmentação de imagens.

Apesar da técnica de agrupamento superparamagético ter sido proposta para tra-

tar dados com enormes quantidades de informação, as simulações realizadas para

gerar configurações do modelo de Potts são custosas computacionalmente quando

aplicadas a dados como imagens, por exemplo. Em Ferber & Wörgötter (2000), tem-

se uma otimização deste processo visando a segmentação de imagens de forma rápida

e robusta. A otimização foi realizada baseando-se em sistemas biológicos.

Nesta dissertação, o agrupamento superparamagnético original foi adaptado para

ser aplicado à segmentação de imagens. As adaptações basearam-se nas peculiarida-

des da segmentação de imagens, em particular no uso da noção de vizinhança para

definir métricas no espaço de atributos. Estas modificações foram realizadas tanto

na construção das matrizes de dissimilaridades necessárias ao algoritmo, quanto em

um dos passos do mesmo.

Uma interface amigável foi implementada para facilitar as análises em todo o

processo, como descrito na seção anterior. Uma das vantagens da ferramenta imple-

mentada é a sua flexibilidade no acréscimo de qualquer algortimo hierárquico. Além

disso, a interface está integrada ao software ENVI, que é de uso muito disseminado

na comunidade de processamento de imagens.

Além deste capı́tulo introdutório, o documento apresenta outros seis: conceitos

básicos, agrupamento superparamagnético, domı́nio de aplicação, SPC-programa e

interface, resultados e conclusões.

O Capı́tulo 2 aborda os conceitos básicos necessários: imagens e sua utilização,

o formato de armazenamento de uma imagem utilizado na dissertação, as medidas

de proximidade que foram utilizadas neste trabalho, uma visão formal das técnicas

de agrupamento de dados, e a aplicação de algoritmo de agrupamento de dados à
segmentação de imagens.

O Capı́tulo 3 explica os conceitos introdutórios e, de forma detalhada, o algo-

ritmo da técnica de agrupamento hierárquico baseado no comportamento superpa-

ramagnético do modelo de Potts. Além disso, este capı́tulo discute sua aplicação à

segmentação de imagens.
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O Capı́tulo 4 aborda uma explicação geral sobre as conceitos presentes na seg-

mentação de imagens, envolvendo as definições formais e problemas associados a este

tipo aplicação. Descreve a aplicação do algoritmo superparamagnético à segmentação

de imagens e apresenta os trabalhos relacionados à este domı́nio.

O Capı́tulo 5 aborda o programa SPC em detalhes e apresenta as otimizações

realizadas, bem como o projeto e a implementação da interface desenvolvida através

de análise de requisitos e implementações.

O Capı́tulo 6 mostra os resultados aplicados a uma imagem de sensoriamento

remoto e o Capı́tulo 7 apresenta as conclusões obtidas e discute trabalhos futuros.
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2 Conceitos Básicos

Este capı́tulo serve de auxı́lio para o entendimento das noções necessárias à

dissertação proposta. Ele expõe alguns conceitos básicos sobre imagens e agrupa-

mento de dados. Além disso, tem a importante tarefa de formalizar tanto os tipos

de imagens utilizadas, quanto o conceito de agrupamento. Estas formalizações serão

utilizadas em toda a dissertação.

2.1 Imagens

Dar uma definição à palavra “imagem” é uma tarefa difı́cil, principalmente devido

à subjetividade associada a ela. Um antigo provérbio chinês já dizia: “Uma imagem
contem mais de mil palavras...”. Perante a ciência da computação, pode-se associar

a imagem a um arquivo contendo uma imensa quantidade de informações, cujas

interpretações, diante de um observador humano, são realizadas de forma global e

qualitativa através do sistema visual. Quando aplicada ao universo fı́sico, a persepção

de imagem se faz pelo resultado de estı́mulos luminosos produzidos por um suporte

bidimensional, seja esta imagem o resultado de um processo intermediado, como, por

exemplo, uma fotografia, ou através da projeção do mundo tridimensional na retina

do olho humano.

As próximas subseções fornecem uma noção geral sobre imagens, e alguns de

seus conceitos, além de formalizar as imagens consideradas nesta dissertação.

2.1.1 Definição

Embora existam vários modelos matemáticos para descrever uma imagem, dare-

mos ênfase ao modelo espacial, que é o mais indicado para aplicações em análise de

imagens. A seguir está descrita uma definição de imagens baseando-se em Gomes &

Velho (1994).

Uma imagem contı́nua (não-discreta) é uma aplicação 465(718:9 , onde 7<;>= � é uma

superfı́cie e 9 é um espaço vetorial. Na maioria das aplicações 7 é um subconjunto

no plano, e 9 é um espaço multidimensional constituı́do de números reais limitados

e não-negativos. No entanto, é conveniente para o desenvolvimento da teoria, que 9
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seja um espaço vetorial qualquer que, em geral, contém este espaço multidimensional

limitado como subespaço. A função 4 na definição é chamada “função imagem”.

O domı́nio da função imagem, 7 , é chamado “suporte”. Como está contido no

espaço tridimensional, pode exibir diversas estruturas topológicas como, por exemplo,

a de máquinas morfológicas (estrutura hexagonal), superfı́cies e outros. Mas 7 , em

geral, é um produto cartesiano de intervalos pertencentes a ? , ou seja, assume a

estrutura de uma grade definida por 7	�A@ BC$EDEDEDF$&GIH	��JKL@ BC$EDEDED�$NM)HO��J , onde G denota o

número de colunas e M o número de linhas. Esta estrutura de grade, torna a imagem4QPSR&$UTWV espacialmente discreta, pois as coordenadas PSR&$UTWV de cada ponto variam no

conjunto 7 .

O contradomı́nio da função imagem, 9 , pode ser chamado de espaço de atributos

ou conjunto dos valores da imagem ou, também, gamute de cores da imagem, por

possuir o conjunto dos valores possı́veis de 4 . Para codificar a imagem no computador,

deve-se trabalhar com modelos de imagens onde a função imagem 4 toma valores em

um subconjunto discreto do espaço de atributos 9 . Esse processo de discretizar o 9
de uma imagem é chamado de “quantização” (ver Gomes & Velho 1994).

Mais geralmente, o conjunto 9 pode ser definido das seguintes maneiras: 9X;Y= Z
ou 9";Y[ Z , onde \)]^� corresponde ao número de bandas ou número de componentes

ou, ainda, o número de atributos da imagem 4 . Dependendo dos valores assumidos

por \ , as imagens podem ser classificadas em:2 \_�`� indica imagens monoespectrais ou monocromáticas, por possuirem uma

banda espectral ou uma “cor”;2 �<ab\�ac�EB indica imagens multiespectrais. Quando \d�A� , tem-se as imagens

coloridas;2 \I]^�e� indica imagens hiperespectrais.

O valor de \ depende do sistema de imageamento utilizado. Segundo Mascarenhas

& Velasco (1989), sistemas de imageamento são sistemas fı́sicos destinados a produ-

zir (ou captar) imagens, como câmeras de TV, sensores a bordo de satélites e outros.

Embora o aspecto externo destes sistemas varie muito, eles apresentam várias carac-

terı́sticas em comum. Nestes sistemas, a imagem de uma cena é formada num plano

através de lentes. Neste plano são colocados sensores que medem a intensidade da
luz incidente. No caso da fotografia, por exemplo, o filme fotográfico é colocado no

plano dos sensores.

Dependendo da quantidade de luz incidente, os sensores “responderão” proporcio-

nalmente, seja através de uma reação quı́mica, como no caso de um filme fotográfico,

seja através de um sinal elétrico, como no caso das células fotoelétricas. A resposta

do sensor depende da quantidade de luz incidente como também da frequência da

luz. É comum, portanto, descrever a caracterı́stica do sensor através de uma “curva
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de resposta espectral”, que descreve a intensidade da resposta para cada frequência

(ou comprimento de onda).

Uma imagem considerada colorida é, na realidade, um conjunto de três imagens

obtidas por três sensores com curvas de resposta espectral diferentes (por exemplo,

com mais sensibilidade às cores verde, azul e vermelho, respectivamente). A sensação

de cor que se experimenta é devido à existência, na retina, destes três tipos de sen-

sores. Quando se tem um único sensor é definida uma imagem monocromática.

Em Gomes & Velho (1994), tem-se uma definição mais aprofundada dos fundamen-

tos e sistemas de cor.

De um modo geral, chama-se imagem multiespectral ou imagem hiperespectral à

coleção de imagens de uma mesma cena, num mesmo instante, obtida por vários sen-

sores com respostas espectrais diferentes. Quando há apenas uma banda espectral,

a imagem é chamada de monoespectral. Estes tipos de imagens são obtidas a partir

de satélites e são utilizadas em sensoriamento remoto.

Vale ressaltar ainda, as definições de imagem digital, pixel e função de visualização.

Uma imagem digital é uma imagem do tipo discreta-quantizada, ou seja, que é espa-

cialmente discreta no conjunto 7 e quantizada no conjunto 9 . Uma formalização

deste tipo de imagem está definida na próxima subseção.

Os pixels (acrônimo de picture element) são os elementos que constituem uma

imagem digital. Eles são compostos pelas coordenadas da imagem e seus respectivos

atributos (valores pertencentes ao espaço de atributos da imagem). Pode-se, então,

definir o pixel como sendo um par PfPSRg$UTWV($g4QPSR&$UThVfV , onde 4 é a função imagem e PSR&$UThVjik7 .

A função de visualização, considerada por lm5n9o8p! cores * , é uma função que ma-

peia o espaço de atributos em um espaço de cores. Alguns exemplos são: lq5n!�BC$r�s*�8!�t/$&%�* , exibindo imagens em preto e branco; lq5�@ BC$g�e�e�FJ � 8p!�u�$(��$&%�* , exibindo imagens
coloridas. Os espaços de cores são limitados pelos sistemas de exibição da imagem.

Pode-se, por exemplo, ter uma imagem colorida, mas com dispositivo gráfico com

espaço de cores limitado a uma dimensão, ou seja, com a função de visualizaçãolq5�@ BC$g�e�e�FJ � 8v@ BC$g�e�e�FJ . Neste caso, será exibida uma imagem monocromática.

Diante dessas definições básicas, podemos formalizar as imagens digitais a serem

trabalhadas, cuja descrição encontra-se na próxima subseção.

2.1.2 Formalização

Como comentado na subseção anterior e segundo Mascarenhas & Velasco (1989),

uma imagem digital pode ser obtida a partir de uma imagem contı́nua. Este processo

se faz através de dois passos: um, denominado “amostragem”, consiste em discretizar

o domı́nio de definição da imagem; o outro, “quantização”, discretiza o contradomı́nio
de definição da imagem. Assim, considerando a função imagem 4 da subseção ante-
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rior, temos que tanto o suporte 7 quanto o contradomı́nio 9 devem sofrer, respectiva-

mente, amostragem e quantização em subconjuntos 7xwy;	7 e 9)wy;O9 de tal forma que

estes sejam discretos.

Diante desse conceito, definiremos a imagem digital através de duas representa-

ções matemáticas: uma como função e outra através de um formato matricial. Estas

notações estão formalizadas a seguir e foram baseadas nas definições fornecidas pela

Subseção 2.1.1.

Uma imagem digital é uma função 4 definida sobre um conjunto 7zw , chamado

grade, em um conjunto 9 w de espaço de atributos, cuja representação é 465(7 w 8v9 w . O

conjunto 7{w será considerado como sendo da forma 7�w|�o@ BC$EDEDEDs$&G{H}��J~�@ BC$EDEDED�$NMQH���J , isto

é, uma grade regular de pontos com G colunas e M linhas. O conjunto 9�w é um espaço\ -dimensional com valores naturais contidos num intervalo @ BC$f�UJ , onde ��]�� e \�]�� .
Assim, para cada ponto PSRg$UTWVji�7Qw , tem-se \ valores definidos em 4QPSR&$UTWV .

Uma imagem digital também pode ser definida no formato matricial, considerando

cada dimensão do espaço de atributos \ -dimensional 9 w , como uma matriz de ordemGC{M . Assim, 9�w é composto de \ matrizes bidimensionais. Para formalizar este conceito,

consideremos uma matriz # de ordem G��M , sendo #^�XP��|��� �FV uma das \ -dimensões de9Iw , onde PSR&$UThV�i<7{w . Cada elemento � �S� � pertence ao intervalo de valores naturais @ BC$f��J ,
com �x]"� . A imagem digital, então, é uma composição de \ matrizes # .

A seguir serão exemplificadas algumas imagens segundo as definições presentes

nesta subseção. Algumas delas são utilizadas neste trabalho.

2.1.3 Classificações

De acordo com as definições mostradas na subseções anteriores, pode-se definir

os seguintes tipos de imagens:2 binárias2 monocromáticas2 monoespectrais2 multiespectrais ou hiperespectrais2 coloridas com uso de Look Up Table

Imagens binárias possuem o gamute com dois nı́veis, ou seja, são funções do tipo465�@ BC$EDEDED�$&G�H"��JzY@ BC$EDEDEDs$NM�H"��J�8 !�BC$r�s* . Estas imagens normalmente são visualizadas

na forma lq5n!�BC$r�s*�8:!��K�&�E�f�|$&�z�g�e�|�n�|* , onde, normalmente, a cor preta está associada ao

valor B e a cor branca ao valor � .
Imagens monocromáticas possuem o gamute com mais de dois nı́veis, ou seja,

são funções do tipo 465�@ BC$EDEDEDF$&G�H"��JjY@ BC$EDEDED�$NM+H"��J�8 @ BC$f��J com ��]�� . Na visualização
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das imagens, podem-se distinguir diferentes nı́veis de intensidade de cinza, obtidos

através da quantificação das intensidades de luz intermediárias entre o preto e o

branco. O número de tons de cinza � é normalmente uma potência de dois, e depende

do número de bits usados para armazenar o valor da intensidade do pixel. Freqüen-

temente trabalha-se com �e�e� tonalidades, o que equivale a � bits/pixel e fornece um

intervalo @ BC$g�e�e�FJ . Este número é mais que suficiente para representar as diferentes to-

nalidades da escala de cinza perceptı́veis ao olho humano, mas pode ser insuficiente

para armazenar toda a informação disponı́vel na cena e, tal como mostrado por Mas-

carenhas, Dutra & Frery (2000), valores reduzidos de � podem acarretar na impossi-

bilidade de descrevê-la corretamente. Assim como uma imagem monocromática pode

ser visualizada em uma escala de tons de cinza, é possı́vel fazê-la em outras escalas

(de vermelho, de verde, de azul e outros.).

A faixa espectral imageada não precisa ficar restrita apenas às freqüências visı́veis,

podendo atingir outras faixas de comprimento de onda como, por exemplo, o infra-

vermelho. Esta banda (representação da faixa de comprimento de onda em Senso-

riamento Remoto) é usada em satélites que buscam detectar, por exemplo, a emissão

de calor e, conseqüentemente, identificar queimadas. Imagens monoespectrais são

constituı́das de uma única faixa espectral imageada, ou seja, uma banda ( \/��� ).
Imagens multiespectrais ou hiperespectrais são formadas pela mesma função465�@ BC$EDEDED�$&GIH	��JK�@ BC$EDEDEDF$&��H	��Jz8 @ BC$f��J Z . Os valores assumidos por \ é que definem qual

das duas imagens considerar; em geral, quando �<�c\����e� elas são consideradas
multiespectrais, caso contrário, são consideradas hiperespectrais. A quantificação

das intensidades de mais de uma banda espectral por vez fornecerá uma informação

mais completa a respeito da cena adquirida. Este é o caso da obtenção de imagens

coloridas, pois estas são obtidas através de sensores especı́ficos para a determinação

de cada uma das intensidades de vermelho (Red), verde (Green) e azul (Blue), for-

mando a representação RGB. A mistura destas três bandas ou cores, permite que se

tenha a sensação de enxergar imagens coloridas, uma vez que o olho humano pos-

sui sensores que atuam justamente nestas três faixas de comprimento de onda. As

imagens coloridas são usualmente armazenadas por conjuntos de �s�Q q¡¢�&£ , com �6 q¡¢�&£
para representar as intensidades de vermelho, �6 q¡¢�&£ para o verde e �6 m¡¢�&£ para o azul.

Com a composição destas três cores básicas utilizando-se �s�Q m¡¢�&£(¤F¥q¡§¦C�r¨ , pode-se chegar

a um número de até �r� milhões de cores e tonalidades distintas. Este número é per-

feitamente adequado para a representação da realidade, em cenas digitalizadas, sem

a menor perda de detalhes e qualidade em relação às cores. Isto é devido ao fato deste

número de cores ser em muito superior à capacidade do olho humano em distinguir

cores e tonalidades.

A obtenção de imagens coloridas não está restrita apenas às imagens com repre-

sentação multiespectral para cada ponto. Pode-se gerar uma imagem onde cada pixel

é associado a um valor referente a uma tabela de palette (LUT - Look Up Table), que

descreve a cor real deste ponto da imagem. Desta forma não é preciso associar a cada
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ponto da imagem as informações a respeito das intensidades RGB, podendo então

armazenar imagens de cenas coloridas sem a necessidade de reservar uma memória

de �s�Q q¡¢�&£�¤F¥q¡§¦C�r¨ . Para este tipo de imagens, uma cena é composta pelo mapa de pixels,

ou seja, a matriz GK�M de pontos com os ı́ndices de acesso às cores da LUT, adicionada

a uma tabela de acesso indireto às cores reais (LUT), a chamada tabela de palette.

2.1.4 Vizinhança

A estrutura de uma imagem no formato matricial determina implicitamente uma

relação de conectividade entre os elementos da imagem (Bustos, Frery & Ojeda 1998,

Frery, Sant’Anna, Mascarenhas & Bustos 1997, Gomes & Velho 1994). Esta relação

necessita do conceito de vizinhança, definido a seguir, considerando as formalizações

apresentadas na Subseção 2.1.2.

Dado um elemento �h�S� � da imagem definida pela matriz # de ordem G_�M , con-

sideramos os vizinhos de �h�S� � (vizinhança de �h�S� � ) como os elementos mais próximos

de � �S� � . Em particular, a vizinhança- � de � �S� � , ou ©�ª«P�� �S� � V é o conjunto de quatro ele-

mentos �W�S¬y�f� � , �W�®¯�f� � , �W�S� �E¬y� e �W�S� �(¯� , ilustrada na Figura 2(a) e a vizinhança- � de �|�S� � ,
ou ©±°eP��«�S� �FV , o conjunto de elementos da vizinhança- � mais �|�S¬y�f� �E¬y� , �«�S¬y�f� ��¯� , �W�®¯�f� �r¬y� e�«�®¯�f� ��¯� , ilustrada na Figura 2(b).

(a) (b)

Figura 2: Tipos de vizinhança na representação matricial: (a) vizinhança- � e (b)
vizinhança- � .

Será de interesse medir a distância entre dois pontos ²Q���bPSRf�r$UT³��V e ² � ��PSR � $UT � V , o

que pode ser feito pela distância Euclidiana (ver Seção 2.3):´ Pµ²¶�r$�² � V��X· PSR&��H1R � V �K¸ P¢Te��H�T � V � D
Fazendo uma analogia entre pontos de um plano e os elementos da matriz #"�¹P��m��� �sV ,
estabelecemos que a distância entre o elemento �|��� � e seus vizinhos de vizinhança- � , é

de � unidade. Já a distância entre um elemento � �S� � e seus vizinhos de vizinhança- � ,
que não sejam vizinhança- � , tem º � unidades.



30

2.2 Padrão de Armazenamento do ENVI

O ENVI utiliza um padrão aberto para armazenar imagens que é constituı́do

por dois arquivos: um contendo os atributos de uma imagem e outro contendo o

cabeçalho. Esta estrutura de armazenamento o torna flexı́vel para uma grande va-

riedade de imagens, e garante a portabilidade dos dados gerados. Como o ENVI é

um software comercial voltado ao processamento de dados de Sensoriamento Re-

moto, os conceitos que ele implementa e, conseqüentemente, a forma em que realiza

manipulação de imagens, estão atrelados a esta área, ou seja, envolvendo imagens

multiespectrais, bandas espectrais e outros. Por outro lado, e em grande medida

graças ao padrão aberto de armazenamento de dados empregado, pode-se tratar qual-

quer tipo de imagem adequando as suas propriedades às do padrão estabelecido pelo

ENVI.

Os dados de uma imagem são utilizados pelo ENVI em formato de raster genera-

lizado, ou seja, como se fossem matrizes bidimensionais formadas por pixels. Este

formato é armazenado em um arquivo binário, cuja extensão é .IMG. Quando há mais

de uma banda presente existem três maneiras de organizá-las:2 por bandas inteiras (BSQ, band sequential),2 por pixels intercalados (BIP, band interleaved by pixel), e2 por linhas intercaladas (BIL, band interleaved by band).

O padrão BSQ (bandas em seqüência) é considerado a forma mais simples de

formatar imagens em raster. Cada linha é seguida imediatamente pela próxima linha

na mesma banda espectral. Assim, percorre-se toda a banda para depois fazer o

mesmo na próxima banda. Este formato apresenta os melhores resultados no acesso

espacial a qualquer lugar da imagem na mesma banda espectral.

No formato BIP (bandas intercaladas por pixel), armazena-se o primeiro pixel

banda por banda até que todos os pixels da primeira posição sejam armazenados.

Em seguida, todos os segundos pixels e assim até os últimos pixels da imagem. Este
formato possibilita um desempenho ótimo para tratamento espectral aos dados da

imagem.

No BIL (bandas intercaladas por linha), armazena-se a primeira linha banda por

banda até que todas as primeiras linhas de todas as bandas sejam armazenadas.

Em seguida, armazenam-se as segundas linhas e assim até as últimas linhas da

imagem. Este formato permite um desempenho intermediário entre os dois formatos

apresentados acima.

O arquivo .IMG é acompanhado por um pequeno arquivo de cabeçalho em for-

mato de caracteres no padrão ASCII. O arquivo de cabeçalho possui a extensão .HDR
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(por header, “cabeçalho” em inglês) e contem informações necessárias à leitura do ar-

quivo .IMG, como as dimensões da imagem, o formato de armazenamento dos dados

e outras especificações pertinentes. Esta aborgadem torna o arquivo de cabeçalho

independente e de fácil manuseio, podendo este ser alterado ou criado a partir de

editores de texto. A primeira linha do arquivo .HDR deve ter a palavra ENVI para que

o software o reconheça como seu cabeçalho padrão. As outras informações represen-

tam os parâmetros necessários à leitura do arquivo .IMG ou para descrever a imagem

a ser analisada, algumas delas são:

description: um conjunto de caracteres (texto) que faz uma descrição da imagem

analisada ou do processamento aplicado na mesma

samples: número de colunas de cada banda

lines: número de linhas de cada banda

bands: número de bandas na imagem

header offset: número de bytes de cabeçalho embutidos (embedded) no arquivo de

dados; esses bytes são desprezados quando o arquivo é lido

file type: especifica o tipo de arquivo ENVI, se são formato de dados, resultados de

processamentos, uma classificação e outros.

data type: identifica o tipo de dado (byte, integer, float, double, e outros)

interleave: identifica o tipo de armazenamento (BSQ, BIP ou BIL)

sensor type: especifica o sensor utilizado (Landsat TM, SPOT, RadarSat, e outros)

byte order: identifica a posição do bit mais significativo na palavra

map info: lista as coordenadas geográficas na projeção UTM

z plot range: taxa de valores mı́nimos e máximos da plotagem em Z

z plot titles: permite entradas para os eixos X e Y para a plotagem em Z

band names: permite entradas para nomear as bandas da imagem

wavelength: lista os centros dos comprimentos de onda de cada banda da imagem.

Um exemplo comum do arquivo de cabeçalho é ilustrado na Tabela 1 (página 46).

Neste trabalho será empregada exclusivamente a plataforma ENVI, dada sua ex-

tensibilidade e as facilidades oferecidas (ver Seção 1.3.2).

As próximas quatro seções fornecem um resumo dos conteúdos necessários para

entender o conceito de agrupamento de dados. Estas seções são baseadas em Oliveira

(2004). Em seguida, é explicado a aplicação de agrupamento de dados à segmentação

de imagens.
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2.3 Medidas de Proximidade

O esforço para produzir uma simples estrutura de agrupamento a partir de um

conjunto de dados complexos requer necessariamente uma medida de “proximidade”,

que é usualmente indicada por alguma ordem de distância. Esta medida define o quão

próximos estão os dados do conjunto e pode ser classificada em duas categorias: si-

milaridade ou dissimilaridade. A escolha de uma medida de proximidade envolve um

pouco de subjetividade, mas algumas considerações importantes incluem: a natu-

reza das variáveis (discreta, contı́nua, binária), escalas de medida (nominal, ordinal,

intervalar, proporção) e o conhecimento do assunto.

A maioria dos métodos de agrupamento assumem que as relações em um con-

junto de » objetos são descritas através de uma matriz de tamanho »L�» contendo

uma medida de similaridade ¼ �½� ou dissimilaridade
´ �½� entre o R -ésimo e T -ésimo ob-

jeto para cada par de objetos PSR&$UTWV , onde R��XT1�`�³$EDEDED�$f» . Assim, pode-se dizer, que

dois indivı́duos estão “próximos” quando sua dissimilaridade
´ �¾� é pequena, ou sua

similaridade ¼F�¾� é grande.

Existe uma grande diversidade de medidas de proximidade, mas nossa atenção

será restrita às medidas de dissimilaridade. Como estas medidas definem objetos

próximos quando seus valores são mı́nimos, elas são associadas às métricas de

distância, cujas propriedades, entre pares de objetos de
´ �½� , satisfazem as seguintes

condições:

1. a função é não negativa:
´ �½� ]YB ;

2. a função é nula apenas quando avaliada no mesmo elemento:
´ �§� �¿B ;

3. a função é simétrica:
´ �½� � ´ �g� .

Uma matriz de dissimilaridade Àb��P ´ �½� V �fÁ|��� �rÁ|Â é considerada uma métrica se sa-

tisfaz a desigualdade triangular,
´ �½�+a ´ �¢Ã ¸ ´ Ãf� , para todos os grupos de três indivı́duos��a>R&$UTÄ$ � a>» .

Uma variedade de medidas já foram propostas para obter uma matriz de dissimi-

laridade de um conjunto de observações multivariadas contı́nuas. As medidas mais

comuns são: a distância Euclidiana, a distância de Manhattan, distância de Min-

kowski (que generaliza as duas anteriores) e a distância de Canberra. Em Gower

(1985) e em Gower & Legendre (1986), encontram-se maiores informações sobre ou-

tras medidas multivaridas contı́nuas.

A distância Euclidiana é a medida de distância mais comumente utilizada, e pode

ser descrita da seguinte forma, ´ �½�I� ÅÆÆÇ ÈÉÃEÊ¯� PSË �§Ã H1Ë �gÃ V � $
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onde Ë �¢Ã e Ë �gÃ são, respectivamente, o
�
-ésimo valor da variável para os indivı́duos R eT , no espaço ² -dimensional. Esta medida apresenta uma propriedade interessante:

´ �½�
pode ser interpretado como a distância fı́sica entre dois pontos Ì��y�oPSËm�S�r$fËq� � $EDEDEDr$fËq� È V eÌ � �oPSË �E� $fË � �s$EDEDED�$fË � È V no espaço Euclidiano de dimensão ² .

A distância Manhattan, ´ �½��� ÈÉÃEÊ¯�ÎÍ Ë �¢Ã H1Ë �(Ã Í $
descreve uma configuração retilı́nea, ou seja, todas as distâncias serão medidas em

linha reta (Larson & Sadiq 1983).

Uma outra medida de distância é a métrica de Minkowski,´ �½� �ÐÏ ÈÉÃEÊ¯� Í Ë �¢Ã H1Ë �(Ã Í ÑnÒ ��Ó Ñ $
com ÔL]Õ� . Pode-se perceber que as distâncias Euclidiana e Manhattan são casos

especiais desta métrica para Ô+�	� e Ô���� , respectivamente.

Finalmente, a distância de Canberra, que é dada por´ �¾�)�×Ö B Ë �§Ã �ØË �gÃ �¿BÙ È ÃEÊ¯�ÐÚ ÛrÜÞÝ ¬ ÛgßàÝ�Úá Ú Û ÜÞÝ Ú  Ú Û ßàÝ Ú â Ë �§Ã�ã�¿B ou Ë �gÃ_ã�¿B
é sensı́vel a pequenas mudanças próximas de Ë �¢Ã ��Ë �(Ã �XB (Lance & Willians 1966).

Ela é freqüentemente vista como uma generalização de uma medida de dissimilari-

dade para dados binários (ver Everitt et al. 2001). Dessa forma, a mesma pode ser

padronizada, dividindo o seu resultado pelo número de variáveis, ² , para assegurar

que o coeficiente de dissimilaridade permaneça no intervalo @ BC$r��J .
Vale ressaltar que existem medidas para outros tipo de variáveis, tais como:

variáveis binárias, variáveis nominais e ordinais e variáveis mistas, podendo estas

serem encontradas em Everitt et al. (2001), Kaufman & Rousseeuw (1990), Gower &

Legendre (1986) e Johnson & Wichern (1992).

2.4 Agrupamento de Dados

Como visto no Capı́tulo 1, o agrupamento de dados é uma das operações mais

importantes na análise de informações. Esta operação consiste em, dada uma massa

de informações a respeito de uma população de indivı́duos, procurar grupos de ele-
mentos semelhantes entre si e diferentes dos outros. Uma ilustração dessa operação

de agrupamento pode ser vista na Figura 1 (página 14). Alguns dos textos que tra-

tam este problema detalhadamente são Devroye, Györfi & Lugosi (1996), Duda et al.

(2001), Fukunaga (1990), Kaufman & Rousseeuw (1990) e Ripley (1996).

A seguir procuraremos formalizar o problema geral de agrupamento. Esta forma-
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lização será aplicada ao longo deste documento.

Seja äX��!E� � $EDEDED�$N� Â * um conjunto finito de indivı́duos. A cada indivı́duo, ��i>ä ,

estará associado um vetor de atributos åKæ de dimensão ²X]ç� , ²èioé . Os vetores

de atributos å{æ1�bPSËqæ|�¾�r$EDEDED�$fËqæ|� È V , �,i�ä , serão as entradas primárias do problema de

agrupamento. Como comentado na Seção 2.3, há uma vasta literatura a respeito

da utilização simultânea dos valores reais dos ² atributos para fazer o agrupamento

dos » indivı́duos (ver Kaufman & Rousseeuw 1990), mas neste trabalho o foco será

colocado em técnicas que empregam medidas de dissimilaridade multivariadas.

Uma vez definida a medida de dissimilaridade de interesse, o problema de agrupa-

mento dos dados consiste em procurar partições de ä de ê�i�é elementos não vazios

chamados “grupos”, da forma ë��cPìä+�E$EDEDED�$gäjíFV , onde ä/�¶î�ä�����ï se R ã�XT e ðQä/�/��ä ,

para as quais são satisfeitas simultaneamente as condições:

1. A variação das dissimilaridades dentro dos grupos é mı́nima, e

2. A variação das dissimilaridades entre grupos é máxima.

A primeira condição tenta preservar a propriedade de coesão dos indivı́duos de

um grupo, ou seja, quanto menor a variação das dissimilaridades, mais similares são

os indivı́duos pertencentes a um mesmo grupo.

A segunda condição está associada à propriedade de isolamento entre grupos, isto

é, quanto maior for a variação das dissimilaridades entre grupos, mais distantes eles

estarão.

É possı́vel formalizar de diversas maneiras os critérios que os grupos devem sa-

tisfazer. Dependendo do critério de agrupamento utilizado na formação de novos

grupos, mais ou menos aglomerados podem ser formados. Caso esse critério seja

“muito frouxo”, as diferenças entre os indivı́duos não são percebidas e nesse caso

apenas um grupo contendo todos os indivı́duos é formado. Já se o critério utilizado

for “muito rigoroso”, as semelhanças entre os indivı́duos não são percebidas e assim

cada um deles estaria em um único grupo. Bons algoritmos de agrupamento devem

oferecer ao usuário o controle do rigor com que o grupos serão compostos.

Para solucionar o problema geral de agrupamento surgem diversos métodos e seus

algoritmos. Dependendo das caracterı́sticas do conjunto de dados a ser agrupado,

vários desses algoritmos podem ser eficientes para um mesmo conjunto de dados, ou

todos eles podem apresentar resultados insatisfatórios.

Para realizar uma boa escolha é preciso conhecer o algoritmo que se está utili-

zando, além de analisar e comparar, com outros algoritmos, os resultados obtidos.

Com base nessa necessidade, este capı́tulo define os principais métodos de agrupa-

mentos de dados e descreve alguns de seus algoritmos, são eles:2 Métodos de agrupamento por partição, que são os mais desenvolvidos e estuda-
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dos, por apresentar única resposta a cada saı́da, tornando-os métodos diretos e

práticos de se trabalharem;2 Métodos de agrupamento hierárquico, que apresentam várias soluções, consti-

tuindo uma árvore hierárquica. Esta variedade de respostas pode se tornar uma

ferramenta poderosa na análise de informações.

2.5 Agrupamento por Partição

Este método de agrupamento tem como objetivo a construção de uma partição ë"�!Fä)�E$EDEDED�$gäjí³* com cada ä/� representando um grupo, onde todos eles devem apresentar

as seguintes caracterı́sticas:2 Cada grupo deverá conter no mı́nimo um objeto ( ñòä)�y�¿ï )2 Cada objeto deverá pertencer exatamente a um grupo ( ä)�|îdä�� �	ï se R ã�LT ).
Os métodos de agrupamento por partição tipicamente começam o processamento

com base em uma partição inicial do conjunto de dados a ser agrupado, e então usam
uma estratégia de controle iterativo para otimizar uma função objetivo. Cada grupo

pode ser representado, por exemplo, pelo centro de gravidade do grupo (algoritmos

baseado em
�
-médias) ou por um dos objetos do grupo localizado próximo do seu

centro (algoritmos baseados em
�
-medóides).

A otimização da função objetivo é reportada como um “critério de agrupamento”,

pois fornece uma idéia intuitiva dos grupos através de uma fórmula matemática (ver

Peña, Lozano & Larrañaga 1999). O valor da função usualmente depende da partição

atual do conjunto de dados ë � �,!Fä � $EDEDEDr$gä í * , isto é:.�5&t¯íWPìä V�8Õ=/$
onde t¯íWPìäIV é o conjunto de todas as partições da base de dados ä��v!E� �n$EDEDEDF$N�¯Âq*
em ê grupos não vazios. Cada �Q� dos » objetos da base de dados ä é um vetor ² -
dimensional.

A seção a seguir explica um dos algoritmos de partição mais utilizados.

2.5.1 ó -médias

O Algoritmo de
�
-médias (

�
-Means) foi apresentado originalmente por McQueen

(1967), e utiliza os centróides de cada grupo como seus pontos representantes. Em

uma grande escala de dados estes algoritmos são mais eficientes do que os algoritmos

hierárquicos tradicionais, porém seu desempenho dependente da seleção inicial dos

centróides (Bradley & Fayyad 1998).
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Como a maioria das técnicas de agrupamento, os centróides finais dos grupos

não representam uma solução ótima global, mas apenas uma solução ótima local.

Além disso, os resultados obtidos podem ser completamente diferentes por causa da

variedade de escolhas a serem atribuı́das aos centóides iniciais. Para tanto, exis-

tem diversas técnicas propostas para a escolha dos centróides, sendo algumas delas

aleatórias (ver McQueen 1967).

O algoritmo
�
-médias começa selecionando uma partição inicial dos dados. Para

esta partição inicial, calcula-se um centróide a cada grupo. Em seguida, cada objeto

do conjunto de dados é realocado para o grupo que tiver o centro mais próximo em

uma tentativa de reduzir a dissimilaridade dentro dos grupos. Se um objeto muda

de grupo, por exemplo do äIô para o ä/õ , os centróides destes grupos são modifica-

dos, sendo necessário atualizar o valor desses centróides e recalcular as distâncias

entre os objetos a estes novos centróides. Este processo continua até que haja con-

vergência, ou seja, os objetos permanecem fixos em seus grupos. Os principais passos

do algoritmo estão descritos a seguir:

1. Selecionar uma partição inicial do conjunto de dados em ê grupos ë��"!Fä±�E$EDEDED�$gä/í³*
2. Calcular os centróides dos grupos, considerando » Ã o número total de objetos

num grupo ä Ã , tem-se � Ã � �Â Ý Ù Â Ý��Ê¯� � Ãf� ,
� ���³$EDEDEDF$Nê

3. Para todo � Ã e seguindo a seqüência dos casos faça

(a) Realoque o objeto � Ã para o grupo com o centróide mais próximo, � Ã i�ä ô é

movido de ä ô para ä/õ se ö�� Ã H �6õjö¶aLö�� Ã H �Qô�ö , ÷CT����³$EDEDEDF$Nêq$q� ã�	¼
(b) Recalcule os centróides para os grupos ä�ô e äjõ

4. Se os membros dos grupos estão estabilizados então pare senão volte ao passo� ,
onde � Ã é a média aritmética calculada em cada grupo, e öj� Ã H �6õ�ö uma distância a

ser considerada entre � Ã e �6õ , um exemplo é a distância Euclidiana.

Apesar do algoritmo
�
-médias ser utilizado em uma variedade de aplicações, ele

não está isento de desvantagens, algumas das quais tem sido amplamente discutidas

na literatura. As mais importantes são listadas abaixo,2 Como muitos métodos de agrupamento, o
�
-médias requer a especificação do

número de grupos ê a priori, e, obviamente, esta especificação prévia é impra-

ticável a uma grande variedade de aplicações reais;2 Como uma técnica iterativa, o algoritmo
�
-médias é especialmente sensı́vel às

condições iniciais, grupos iniciais e ordem dos objetos;2 O algoritmo
�
-médias converge de forma limitada a um mı́nimo local da função

de custo associada.
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2.6 Agrupamento Hierárquico

O resultado obtido por um algoritmo hierárquico é um conjunto de partições para

os dados de entrada e todos os possı́veis valores de êø��!«�³$EDEDEDs$f»{* , tipicamente or-

ganizado na forma de uma árvore. O conjunto de partições será definido comotÕ�ù!rë ��$EDEDED�$fëxÂm* . Quando êø��� , tem-se ë)���ù!Fä)* sendo äú��!E�x�E$EDEDED�$N�¯Âq* , ou seja,

tem-se uma partição formada por um único grupo contendo todos os » indivı́duos.

Quando ê��Ø» , tem-se ëjÂ��,!Fä)�r$EDEDEDr$gäjÂq* sendo ä/�¶�"!E�¯��* , ou seja, tem-se uma partição

formada por » grupos unitários. Os resultados obtidos por valores intermediários,ê���!F�h$g�h$EDEDEDs$f»dHY�s* , formam uma transição gradual entre esses dois extremos, onde a

diferença entre ê_� � e ê_� � ¸ � é a divisão de um cluster em dois para se obter
� ¸ �

grupos. Analisando a operação numa direção oposta, encontra-se a diferença entreê�� � ¸ � e ê�� � através da junção entre dois clusters para se obter
�

grupos.

Em muitas definições clássicas, a passagem de ê�� �
para ê�� � ¸ � ( ê�� � ¸ �

para ê�� �
, respectivamente) se efetua pela divisão (pela fusão, respectivamente) de

exatamente um grupo (dois grupos, respectivamente) em dois (em um, respectiva-

mente). O algoritmo SPC, que será explorado neste trabalho, não procede necessa-

riamente dessa forma. Para este algoritmo, o agrupamento hierárquico não requer a

especificação da passagem de ê�� �
para ê�� � ¸ � (nem de êd� � ¸ � para ê�� � ). No

entanto, será mantida esta especificação no restante desta seção introdutória.

A forma com que os resultados são obtidos define dois tipos de técnicas: as aglo-

merativas, que geram partições ë�� com ê1�ú!r»Q$EDEDEDr$r�s* pelo agrupamento de pares de

clusters a cada iteração; e as divisivas, que formam partições ëI� com ê��û!«�³$EDEDEDF$f»{*
dividindo a cada etapa um cluster em dois. A Figura 3 (exemplo de Kaufman &

Rousseeuw (1990)) ilustra os resultados dos agrupamentos para um conjunto de da-

dos com »o�ù� indivı́duos. As direções seguidas pelos métodos aglomerativo e di-

visivo encontram-se, respectivamente, na parte superior e inferior. No exemplo, os

resultados dos dois tipos de métodos coincidem, mas usualmente eles são diferen-
tes (Kaufman & Rousseeuw 1990). Diferentes também são os seus respectivos custos

computacionais, tipicamente.

Figura 3: Resultados das técnicas aglomerativas e divisı́veis.
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As divisões e uniões realizadas pelos métodos hierárquicos são irreversı́veis, ou

seja, se um algoritmo aglomerativo juntar dois indivı́duos, estes não poderão ser se-

parados nas próximas iterações. O mesmo ocorre com os métodos divisı́veis, quando

ocorre a divisão de grupo em dois, estes não poderão ser unidos novamente. Este

fato faz com que uma possı́vel falha nos resuldados obtidos em uma iteração anterior

nunca seja reparada.

As aplicações tı́picas dos métodos hierárquicos são na biologia, em especial na

construção de árvores taxonômicas, em estudos de sistemas sociais, na bibliotecono-

mia e na arqueologia.

Como ilustrado na Figura 3 (página 37) o conjunto de partições, t,�,!rë � $EDEDEDF$fë Â * ,
pode ser representado por um diagrama bidimensional, chamado “dendrograma”. O

dendrograma tem a estrutura de uma árvore: os nós representam os grupos forma-

dos; os nı́veis representam as partições ë�� , ��aøRKa>» , e as folhas estão associadas aos

grupos formados pela primeira partição ë+� . Como exemplo, considere o dendrograma

formado pelo método aglomerativo da Figura 3, tem-se as » folhas representando os» grupos unitários de ë�� , e quatro nós cujas associações são para os grupos: !��m$g\�* no

nı́vel � ; ! ´ $gü³* no nı́vel � ; !�GF$ ´ $gü³* no nı́vel � e !��m$g\F$&Gs$ ´ $gü³* no nı́vel � .
Normalmente, os dendrogramas possuem a topologia de árvores binárias por

conta das limitações encontradas nas técnicas clássicas. Uma ilustração dessa estru-

tura pode ser vista na Figura 4 (pagina 40) mas, como explicado no inı́cio dessa seção,

sua estrutura pode variar em qualquer tipo de árvore quando aplicada a métodos “ge-

neralizados” de agrupamento hierárquico.

Quando o volume de dados é considerável, a construção dos dendrogramas pode

se tornar computacionalmente custosa. Além disso, os dendrogramas resultantes po-
dem ser objetos de difı́cil, ou até impossı́vel, análise visual. Este fato se deve à ordem

com que os dados são dispostos nas folhas do dendrograma, que pode influenciar

diretamente na análise dos resultados, dado que existem � ÂW¬y� formas de construção.

Este problema é chamado de “ordenação do dendrograma” (ver Morris, Asnake &

Yen 2003).

As duas subseções subsequentes, explicam esses dois tipos de métodos hierár-

quicos em detalhes, mostrando alguns dos algoritmos que os implementam.

2.6.1 Métodos Aglomerativos

Os métodos aglomerativos são, provavelmente, os mais utilizados entre os métodos

hierárquicos. Eles iniciam seus algoritmos com uma partição contendo » grupos

unitários, ë)���ý!Fä)�E$EDEDED�$gäjÂq* , com äj�x�ý!E�¯�à* . A cada iteração dois grupos são unidos,
até chegar a uma partição contendo um único grupo que conterá todos os indivı́duos,

definida por ëjÂ"�p!Fä)* com ä��p!E�x�n$EDEDEDF$N�¯Âq* . O critério de agrupamento utilizado

depende das medidas de proximidade calculadas sobre os dados de entrada.
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As operações básicas de todos os métodos aglomerativos são similares, diferenci-

ando-se pelas medidas de dissimilaridade (ou similaridade) escolhidas. Assim sendo,

só precisam ser explicados em detalhes dois exemplos especı́ficos para ilustrar estas

técnicas e, para tanto, foram escolhidos a junção simples (single linkage) e a junção

por centróide (centroid linkage).

Algoritmo de Junção Simples

O algoritmo de junção simples também é conhecido como técnica do vizinho mais

próximo (nearest-neighbour). É um dos métodos hierárquicos mais simples. A defi-

nição do método se faz pelas distâncias mais próximas (medidas de dissimilaridades)

que formam o critério de união entre dois grupos ou indivı́duos. Esta técnica também

pode ser aplicada a métodos divisivos, onde o critério para dividir dois grupos utiliza

medidas de similaridades (Everitt et al. 2001).

O critério de escolha dos grupos a serem unidos é definido por: dada uma matriz

de dissimilaridade (distância) de tamanho »<k» contendo valores representados por´ �½� , com þ|$nÿ¿i>© , onde © é um conjunto constituı́do por todos os indivı́duos e sub-

conjuntos obtidos até a iteração anterior, juntar dois grupos ou indivı́duos denotados

por þ e ÿ se e somente se �_¡®����� � ���	� Ú ��
 �� P ´ � �CV .
Uma ilustração deste método encontra-se no exemplo apresentado na Tabela 2

(página 47). Há uma matriz triangular, denominada ��� , que é formada pelo cálculo

de uma medida de dissimilaridade aplicada ao conjunto de indivı́duos, definido por!«�³$g�h$g�h$f�ò$g�W* .
No exemplo, os indivı́duos escolhidos na fase inicial são � e � , porque possuem o

menor valor de dissimilaridade diferente de 0 (zero), no caso
´ � � �¹� . Redefine-se os

valores de dissimilaridades de acordo com os novos dados:´ á � � â � � ��¡®�~! ´ �U�e$ ´ � �s*�� ´ � � �	�´ á � � â ª � ��¡®�~! ´ � ªÄ$ ´ �Nª³*�� ´ �NªI���´ á � � â � � ��¡®�~! ´ � � $ ´ � � *�� ´ � � �	�
Uma nova matriz é definida de acordo com as informações atualizadas. Esta

matriz é denominada � � e está ilustrada na Tabela 3 (página 47).

De acordo com a matriz � � , os indivı́duos � e � são agrupados. Novamente a

matriz de dissimilaridade é redefinida de acordo com o grupo formado !r�ò$g�W* . A matriz

resultante é a ilustrada na Tabela 4 (página 47).

Em seguida, são agrupados o indivı́duo � com o grupo !r�ò$g�W* . Finalmente os grupos!«�³$g�W* e !F�h$f�ò$g�W* são agrupados em um único grupo. O dendrograma ilustrado na

Figura 4 (página 40) retrata o exemplo citado acima. Ele exibe as partições em cada

passo, ou seja, em cada nı́vel da árvore. É importante notar que o dendrograma,
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tal como exibido na Figura 4, exibe muita informação: os indivı́duos e como eles se

agrupam a diversas distâncias.

De uma análise de um dendrograma podem ser extraı́das importantes informações

a respeito da estrutura dos dados. O dendrograma exibido na Figura 4 permite dedu-

zir, por exemplo, que2 os indivı́duos rotulados como � e � são os mais próximos,2 os indivı́duos � e � são, na ordem, os seguites mais próximos,2 o indivı́duo � é parecido com o grupo formado pelos indivı́duos � e � ,2 que o grupo formado pelos indivı́duos � e � é consistentemente diferente dos

grupos formados pelos outros três indivı́duos.

Figura 4: Dendrograma para o exemplo da junção simples.

Algoritmo de Junção por Centróide

O método de junção por centróide, também conhecido como UPGMC (Unweighted
Pair-Group Method using Centroid approach), baseia-se no método de junção simples,

porém ao invés de operar diretamente em uma matriz de dissimilaridade, ele requer
o acesso dos dados de entrada. Com a informação aos dados de entrada, calcula-se

a matriz de dissimilaridade através de métricas previamente estabelecidas, como a

distância Euclidiana.

Em seguida, procura-se pelos grupos/indivı́duos que possuam a menor dissimi-

laridade. Recalcula-se a matriz com as informações obtidas pelo dado de entrada (e

não pela matriz de dissimilaridade anterior, como ocorre na junção simples). Este

processo é repetido até a definição do grupo final, que conterá todos os » indivı́duos.
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Uma ilustração do método de junção por centróide é apresentada na Tabela 5

(página 47). Dada uma matriz de »��	� indivı́duos contendo duas variáveis. Estabele-

ceu-se a distância Euclidiana para encontrar as matrizes de dissimilaridade. A partir

dos dados de entrada, a matriz de dissimilaridade inicial, denominada � � , é mostrada

na Tabela 6 (página 47).

Através da matriz �)� , une-se os indivı́duos com menor dissimilaridade, � e � . O

vetor médio (centróide) do grupo é calculado, no caso PN�³$r�³D �ÄV :GEüE»y�àÔ	�sR ´ ü³� � �oPfPN�³D½B ¸ �³D½B«Vf¤³�h$�PN�³D½B ¸ �hD½B«Vf¤³�ÄVz�oPN�³D½BC$r�³D �ÄV
A nova matriz de dissimilaridade será calculada com este novo valor que corres-

ponde ao centróide para o grupo !«�³$g�W* , ela está ilustrada na Tabela 7 (página 47).

Segundo a matriz � � , o próximo grupo a ser formado conterá !r�ò$g�W* . O vetor

médio encontrado para este grupo foi Pì�hD½BC$r�³D½B«V . Este vetor influenciará diretamente

na próxima matriz ilustrada na Tabela 8 (página 48).

Na matriz �j� , o indivı́duo � se agrupa com o grupo !r�ò$g�W* . O estágio final une os

dois grupos !«�³$g�W* e !F�h$f�ò$g�W* .
Existem outros algoritmos aglomerativos que se assemelham a estes dois métodos.

O diferencial se encontra nas métricas que definem os critérios de agrupamento. Por

exemplo, o método de junção completa (conhecido também como método do vizinho

mais distante) tem a idéia oposta ao de junção simples, a medida de proximidade é

definida pelas maiores distâncias entre grupos. A junção média, também conhecida

como UPGMA (Unweighted Pair-Group Method using Average approach), as distâncias

entre dois grupos são definidas pelas médias das distâncias entre todos os indivı́duos

dos dois grupos. Uma ilustração destes dois métodos encontra-se na Figura 5 (figura
de Kaufman & Rousseeuw (1990), página 42).

2.6.2 Métodos Divisivos

Diferentemente dos métodos aglomerativos, os métodos divisivos iniciam com uma

partição formada por um único grupo contendo todos os indivı́duos, ë±���c!Fä)* comäO�è!E�K�r$EDEDEDF$N�¯Â|* . A cada iteração, um grupo é dividido em dois outros grupos até ser

obtida uma partição formada por » grupos unitários, definida por ë)Â��ý!Fä)�r$EDEDED�$gäjÂq* ,
com äj�¶�"!E�6��* .

Esses métodos exigem, computacionalmente, no máximo � ÃF¬y� H±� divisões possı́veis

em cada nı́vel, ou seja, maneiras de um grupo com
�

objetos ser dividido em dois sub-

grupos. Entretanto, para dados binários (dados que possuem apenas dois valores, B
e � ) existem algoritmos relativamente simples e computacionalmente eficientes. Um
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(a)

(b)

(c)

Figura 5: Representação das medidas de dissimilaridade definidas entre os métodos:
(a) junção simples; (b) junção Completa; (c) junção média:

´���� � Ù ��� � � ��� � ´ �S� ��¤F» .

exemplo desses algoritmos é o MONA (Monothetic Analysis). Este algoritmo é com-

pletamente diferente dos vistos até agora, pois sua idéia básica é selecionar uma das

variáveis do conjunto de objetos original e dividir este em objetos com e sem o atributo

correspondente. Dessa maneira, para cada variável do conjunto de objetos, serão ob-

tidos dois subconjuntos, sendo que o processo continua com a escolha de uma outra

variável que, da mesma maneira, divide esse subconjunto em dois grupos menores.

Esse processo continua até que o subconjunto contenha um único objeto ou então

que as variáveis restantes não consigam mais separar os objetos. Esta última situação

só ocorre quando cada variável contém valores constantes para todos os objetos no

subconjunto. Para ilustrar essa última situação considere a Tabela 9 (página 48),

onde os objetos B e C não podem ser separados.

Pelo fato de que o conjunto de objetos é dividido em subconjuntos e este processo

é contı́nuo dentro de cada subconjunto, o algoritmo é hierárquico. Mais precisamente

ele é divisivo. Além disso, por ser a separação realizada usando uma única variável

por vez, ela é chamada de monotética.

A parte mais importante do algoritmo é a escolha da variável que irá dividir o con-

junto de objetos. A idéia principal é escolher a variável mais centralmente localizada,

ou seja, escolher a variável que apresenta a maior soma das “similaridades” a todas

as outras variáveis.
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Uma maneira simples e utilizada por MONA para obter uma medida de simila-

ridade entre duas variáveis é calcular o produto entre o número de objetos para os

quais as duas variáveis possuem o valor B e o número para os quais possuem o valor� . Em seguida, calcular o produto entre o número de objetos para os quais a primeira

variável apresenta valor B e a segunda � e o número de objetos para os quais a pri-

meira variável apresenta valor � e a segunda B . A medida de similaridade é definida

como sendo o valor absoluto da diferença entre esses dois produtos. Para uma me-

lhor compreensão do cálculo dessa medidade de similaridade considere novamente a

Tabela 9 (página 48). As variáveis � e � são idênticas e dessa forma deveriam apre-

sentar uma alta similaridade. Os dois produtos são � ( �/�� ) e B ( B��B ), então a medida

de similaridade é Í �±H>B Í �ý� . Já as variáveis � e � são muito diferentes, logo devem

apresentar uma baixa similaridade. Os produtos para elas são B ( B'�� ) e � ( �±k� ). A

medida de similaridade para as variáveis � e � é Í B�H<� Í �	� .
A medida de similaridade apresentada só é recomendada se as duas variáveis uti-

lizadas na análise fornecem divisões similares do conjunto de dados. As variáveis � e� por ser idênticas não apresentam problemas, mas as variáveis � e � , por exemplo,

apresentam informações muito diferentes e mesmo assim o valor da similaridade foi

próximo do valor calculado para as variáveis � e � . Logo, pode-se concluir que se

duas variáveis apresentam valores diferentes para todos os objetos de um conjunto

de dados, elas dão informações idênticas e a similaridade torna-se alta. Como um
exemplo desta conclusão considere as variáveis � e � , que são completamente diferen-

tes. Calculando os produtos temos B ( B��B ) e � ( �+�� ). A medida de similaridade para

as variáveis � e � é Í B�H<� Í �,� , que é exatamente o mesmo valor obtido quandos duas

variáveis são iguais.

Como o objetivo é encontrar a variável que é mais similar a todas as outras, a

soma das similaridades a todas as outras variáveis é então maximizada. A variável

para a qual a soma é máxima, ou seja, a variável que apresentar a maior soma entre

todas as calculadas será a escolhida para dividir o conjunto ou subconjunto de dados.

2.7 Aplicação em Imagens

Definidos os conceitos de imagem (Seção 2.1), os de medidas de proximidade

(Seção 2.3) e de agrupamento de dados (Seção 2.4), podemos descrever a aplicação

dos métodos de agrupamento ao problema de segmentar imagens utilizando medidas

de proximidade. Esta descrição será consolidada com exemplos simples: um para

imagens monocromáticas e outro para imagens coloridas, ambas em representação

matricial.

O problema de agrupar dados consiste em juntar os indivı́duos presentes em um

conjunto de dados, de acordo com algum critério de proximidade. Quando aplicado

a imagens, o conjunto de dados é a própria imagem, sendo este conjunto formado
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pelos elementos que compõem a imagem, ou seja, os pixels da imagem, definidos pelo

par “posição-valor na posição” PfPSR&$UThV($g4QPSR&$UTWVfV . Assim sendo, os pixels passam a ser os

indivı́duos ( �6� ) do conjunto äø�"!E�z�E$EDEDED�$N�6Â|* de dados, sendo o número de observações

o tamanho da imagem, isto é, »<�oG(M , com G colunas e M linhas. O vetor de atributoså6æ'�oPSË|æq�r$EDEDED�$fË|æ È V é composto pelos valores assumidos em 4QPSR&$UTWV . A dimensão do vetor

de atributos corresponde ao número de atributos (bandas) \ da imagem. Neste caso o² do agrupamento é definido pelo \ da imagem.

Uma distinção importante a fazer quando se realiza segmentação de imagens é

que, diferentemente do problema de agrupamento de dados, ao lidar com imagens

é necessário levar em conta a posição da observação. Em outras palavras, en-

quanto no problema de agrupamento de dados seria natural trabalhar apenas com

a observação 4QPSR&$UTWV , ao realizar segmentação de imagens será necessário considerar

toda a informação presente no pixel, isto é, empregar também a posição na qual foi

observado o valor PfPSR&$UTWV($g4QPSR&$UThVfV . A indexação dos pixels, isto é, a coordenada espacial

de cada pixel será denotada indistintamente na forma explı́cita “coluna-linha” ( PSRg$UTWV )
ou pelo ordenamento lexicográfico (

�
).

Para exemplicar, considerando a imagem monocromática de tamanho �z+� exibida

na Figura 6 e considere o problema de encontrar os grupos induzidos pelas cores

preta e branca. Perante a percepção humana, estes grupos são bem definidos quando

os pixels de cor preta são associados a um único grupo e os de cor branca a outro.

A Tabela 10 (página 48) ilustra a associação da notação atribuı́da ao conjunto de
dados e a imagem de exemplo. O resultado ideal para este agrupamento segundo a

percepção humana é a partição ë��b!Fä � $gä/�s* , considerando ä � ��!«�³$g�W* e ä/�±�b!F�h$f�C* ,
onde os indivı́duos (pixels) estão representados pelo ordenamento lexicográfico (

�
).

Figura 6: Imagem monocromática.

Muitos algoritmos de agrupamento recebem como entrada uma matriz »}�» con-
tendo as medidas de dissimilaridade entre o conjunto de dados, ou seja, entre seus in-

divı́duos (pixels). Assim, para a Figura 6, tem-se a matriz de dissimilaridade mostrada

na Tabela 11 (página 48), considerando a medida de dissimilaridade a distância Eucli-

diana.

No exemplo anterior, o vetor de atributos é univariado, ou seja só possui uma

variável (atributo) escalar para cada indivı́duo. Quando \��"� cada posição possui um

vetor de atributos multivariado, e estamos diante de imagens multi- ou hiperespec-

trais. Para exemplificar estes tipos de imagens, consideremos a imagem colorida de
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tamanho �'k� da Figura 7. Ela é composta por três matrizes que representam cada

componente do sistema RGB e definem o vetor de atributos de cada pixel com três

variáveis, ou seja, Ë Ã �"!rË ÃF� $fË Ã � $fË Ãn� * . A Tabela 12 (página 48) apresenta o conjunto de

dados necessários ao agrupamento, tendo uma matriz de dissimilaridade com ordem�Q�� ilustrada na Tabela 13 (página 49). O resultado ideal para este conjunto de dados

é um conjunto partição formado por ë���!Fä+�E$gä � $gä��F$gä ª $gä � * , considerando ä��z�,!«�³$f�C* ,ä � �"!s3«* , ä/���"!F�h$g�W* , ä ª �,!F�W* , ä � �,!F�h$g�h$��W* .

Figura 7: Imagem colorida.

O próximo capı́tulo descreve o método utilizado nesta dissertação. Ele realiza

o agrupamento de dados de forma hierárquica, porém diferencia-se dos algoritmos

tradicionais por fazer uma analogia entre o problema de agrupamento e a procura

de configurações tı́picas de um modelo fı́sico: o modelo de Potts (Wiseman, Blatt &

Domany 1998). Além disso, serão descritos a aplicação do método à segmentação de

imagens e o programa desenvolvido.
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�¯�ì¤��Î� 1 2 3 4 5
1 0
2 2 0
3 6 5 0
4 10 9 4 0
5 9 8 5 3 0

Tabela 2: Matriz de dissimilaridade ��� .! 1,2 * 3 4 5! 1,2 * 0
3 5 0
4 9 4 0
5 8 5 3 0

Tabela 3: Matriz de dissimilaridade � � .! 1,2 * 3 ! 4,5 *! 1,2 * 0
3 5 0! 4,5 * 8 4 0

Tabela 4: Matriz de dissimilaridade �'� .�¯� Ë¶� Ë �
1 1 1
2 1 2
3 6 3
4 8 2
5 8 0

Tabela 5: Exemplificação de um dado de entrada.�6�ì¤��y� 1 2 3 4 5
1 0.00
2 1.00 0.00
3 5.39 5.10 0.00
4 7.07 7.00 2.24 0.00
5 7.07 7.28 3.61 2.00 0.00

Tabela 6: Matriz de dissimilaridade ��� .! 1,2 * 3 4 5! 1,2 * 0.00
3 5.22 0.00
4 7.02 2.24 0.00
5 7.16 3.61 2.00 0.00

Tabela 7: Matriz de dissimilaridade ��� .
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! 1,2 * 3 ! 4,5 *! 1,2 * 0.00
3 5.22 0.00! 4,5 * 7.02 2.83 0.00

Tabela 8: Matriz de dissimilaridade ��� .
Objetos/Variáveis 1 2 3 4

A 0 0 1 1
B 1 1 0 0
C 1 1 0 0
D 1 1 1 0

Tabela 9: Exemplo de conjunto de dados com variáveis binárias.

� PSR&$UThV Ë Ã
1 P�BC$&B«V 0
2 PN�³$&B«V 0
3 P�BC$r��V 255
4 PN�³$r��V 255

Tabela 10: Conjunto de dados da imagem monocromática.

� ¤ � 1 2 3 4
1 0 0 255 255
2 0 0 255 255
3 255 255 0 0
4 255 255 0 0

Tabela 11: Matriz de dissimilaridade da imagem monocromática.

� PSR&$UThV Ë ÃF� Ë Ã � Ë Ã��
1 P�BC$&B«V 255 255 255
2 PN�³$&B«V 0 0 255
3 Pì�h$&B«V 0 255 0
4 P�BC$r��V 255 255 255
5 PN�³$r��V 0 0 0
6 Pì�h$r��V 0 255 0
7 P�BC$g�ÄV 255 0 0
8 PN�³$g�ÄV 0 0 255
9 Pì�h$g�ÄV 0 255 0

Tabela 12: Conjunto de dados da imagem colorida.
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� ¤ � 1 2 3 4 5 6 7 8 9
1 0 361 361 0 442 361 361 361 361
2 361 0 361 361 255 361 361 0 361
3 361 361 0 361 255 0 361 361 0
4 0 361 361 0 442 361 361 361 361
5 442 255 255 442 0 255 255 255 255
6 361 361 0 361 255 0 361 361 0
7 361 361 361 361 255 361 0 361 361
8 361 0 361 361 255 361 361 0 361
9 361 361 0 361 255 0 361 361 0

Tabela 13: Matriz de dissimilaridade da imagem colorida.
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3 Agrupamento Superparamagnético

Neste capı́tulo será descrito o funcionamento do método de agrupamento super-

paramagnético, partindo-se do problema de agrupamento de dados, incluindo o mo-

delo fı́sico utilizado (o modelo de Potts não homogêneo), o método de Swendsen-Wang
para a simulação de ocorrências deste modelo, a localização das regiões superpa-

ramagnéticas e, por fim, a identificação dos clusters de dados. Além disso, será

exemplificado sua aplicação a imagens e explicado o programa SPC desenvolvido pelo

professor Eytan Domany.

Tal como descrito no Capı́tulo 2, o problema de agrupar dados envolve alguns

critérios: indivı́duos semelhantes entre si são classificados como pertencentes ao

mesmo grupo; indivı́duos de grupos distintos são diferentes entre si; todo indivı́duo

deve pertencer a algum grupo e cada indivı́duo faz parte de apenas um único grupo.

Recentemente foi estabelecida uma analogia entre o problema de agrupamento e

a procura de configurações tı́picas de um modelo fı́sico, o modelo de Potts (Wiseman

et al. 1998). Dado que existem algoritmos eficientes para a localização dessas confi-

gurações, é possı́vel aplicar essas técnicas para uma grande diversidade de situações.

As seções seguintes descrevem o método e essa analogia, visando a sua aplicação ao
problema de segmentação de imagens.

3.1 Definição

O método de agrupamento por analogia com o comportamento superparamagnéti-

co do modelo de Potts é uma técnica para agrupamento de dados baseada nas proprie-

dades fı́sicas de um sistema que exibe comportamento magnético em função de um

parâmetro conhecido como “temperatura”. Esta técnica foi proposta por Blatt, Wise-

man & Domany (1996), e posteriormente refinada e aplicada a diversos domı́nios (ver,

por exemplo Blatt, Wiseman & Domany 1997, Wiseman et al. 1998, Domany et al.

1999). Em Ferber & Wörgötter (2000), Neirotti, Kurcbart & Caticha (2003) e Peng,

Urbanc, Cruz, Hyman & Stanley (2003), o algotimo superparamagnético é aplicado à

segmentação de imagens.

O termo “superparamagnético” faz referência ao fato deste modelo exibir três tipos

de comportamento associados a outras tantas “regiões” da temperatura: um ferro-
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magnético (a temperaturas baixas), um paramagnético (a temperaturas altas) e um

superparamagnético. Esta última, que ocorre a temperaturas intermediárias entre

altas e baixas, é capaz de fornecer evidência para fazer o agrupamento de dados.

As próximas seções fazem um detalhamento do modelo de Ising (Seção 3.2), o

mais simples para entender o comportamento magnético de sistemas não triviais de

partı́culas, para depois generalizá-lo para o modelo de Potts (Seção 3.3), que é a

base do agrupamento superparamagnético. Uma vez definido o modelo de Potts, será

descrito o algoritmo de Swendsen-Wang (Seção 3.4) que permite gerar eficientemente

ocorrências deste modelo e, portanto, é central para a implementação da técnica de

agrupamento superparamagnético.

3.2 O Modelo de Ising

A proposta inovadora para resolver o problema de agrupamento pelo método su-

perparamagnético é utilizar o modelo de Potts, que é uma generalização do modelo

Ising (ver, por exemplo, Bustos et al. 1998, Pickard 1987, Wu 1982). Nesta seção

serão apresentadas as principais propriedades deste último modelo.

Consideremos uma grade bi-dimensional 7×�ç!ÄH��"$EDEDED�$��è*d>!ÄH ©�$EDEDED�$&©}* , onde
existe um átomo em cada um dos Pì�	� ¸ ��VnPì�³© ¸ ��V pontos ¼�i�7 da grade (ver Figura 8,

página 51). No que segue será tratado o caso finito, mas as propriedades interessantes

do modelo emergem ao considerar o caso infinito, isto é, quando �"$&©A8 � .

Figura 8: Grade Bidimensional.

O átomo associado a cada coordenada ¼�i<7 da grade pode adotar um entre dois

estados possı́veis (spin), estados esses que podem ser entendidos como representa-

tivos da orientação do campo magnético criado pela rotação de uma partı́cula car-

regada eletricamente; podemos imaginar elétrons em cada coordenada ¼ da grade
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servador tenha controle sobre ela, a mesma pode ser convenientemente descrita por

uma variável aleatória Ì'ôr5gäY8v!ÄH��³$ ¸ �s* (algumas representações utilizam !�BC$r�s* como

espaço de estados, sem conseqüência para o resto da discussão). O conjunto de todos

os estados adotados pelas variáveis aleatórias PSÌ�ô(VNô��	! é chamado “configuração” ou

“estado”; é usual a notação "��ûPSË6�r$EDEDEDF$fË á ��# ¯� â á � �z¯� â V para simbolizar um estado. O

conjunto de todos os estados possı́veis costuma ser denotado $ , e é imediato que ele

possui � á ��# ¯� â á � �z¯� â elementos.

O modelo de Ising consiste em associar uma medida de energia a cada configuração"�i%$ . A natureza tenderá a escolher configurações de energia baixa em detrimento

de configurações de energia alta.

A energia total do sistema no estado " pode ser escrita da seguinte forma:-�P�"«VK�,H+ÿ É& �e� 
(' Ëq�eËm
�H}0 Éô��	! Ë~ôrD (3.1)

Na Equação (3.1), Ëyô depende do sentido do spin do átomo, se este aponta para

cima Ë ô é igual a ¸ � , caso contrário a H�� . A constante ÿ×io= parametriza o aco-

plamento entre os spins e 0vi�= é um campo magnético externo. O primeiro termo

da Equação (3.1) é um somatório responsável pela contabilização das contribuições

associadas à interação entre uma dada partı́cula e suas vizinhas. Para os propósitos

do nosso trabalho, poderemos considerar 0ù�"B mas as interações ÿ irão variar con-

forme as partı́culas que interagem. A notação “ )�*�$fl,+ ” indica que devem ser somados

todos os pares de vizinhos *¯$fl�i�7 .

Caso sejam consideradas interações de primeira ordem, um átomo que esteja na

posição *��oPSRg$UTWV da rede pode interagir apenas com seus vizinhos nas posições PSR ¸ �³$UThV ,PSR�H>�³$UThV , PSRg$UT ¸ ��V , PSRg$UT�HY��V (esta é chamada também interação de vizinhança- � ).
O primeiro termo da equação faz com que a energia do sistema seja mı́nima

(máxima) quando os spins estiverem alinhados paralelamente (antiparalelamente) no

caso em que ÿ é positivo, ou seja, ÿ positivo favorece o ferromagnetismo.

No nosso caso o campo externo poderá ser considerado nulo, isto é, 0v�×B . Tal

como apresentado pela Equação (3.1), onde as interações entre partı́culas são descri-

tas por uma única constante ÿ , temos o chamado “modelo de Ising homogêneo”. Para

as aplicações de interesse neste trabalho, as interações irão depender das posições e,

com isso, o modelo de Ising (agora não homogêneo) estará caracterizado pela energia-�P�"«Vx�,H É& �Ä� 
(' ÿKP�*¯$flCV�Ëq�«Ëq
ÄD (3.2)

Um parâmetro muito conveniente para descrever o comportamento do modelo de



53

Ising é a temperatura, que aparece escrevendo a energia da configuração " como-.-xP�"«V��,H �/ É& �e� 
(' ÿKP�*�$flCV�Ëm�«Ëm
Ä$ (3.3)

com
/ �øB .

Será conveniente no decorrer do texto empregar uma formulação equivalente à

utilizada na Equação (3.3): ao invés de somar produtos de spins vizinhos e, com isso,

termos um somatório de “ ¸ � ” e “ H�� ”, podemos mapear este somatório para um outro

de somandos “ � ” e “ B ”, respectivamente. Para isto, a Equação (3.3) pode ser escrita-.-zP�"«V��"H �/ É& �e� 
0' ÿKP�*�$flòV21CPSËm�e$fËq
sV($ (3.4)

onde a função 1WP��m$g\EV vale � se �o�p\ e zero caso contrário. A diferença entre as

formulações dada pelas Equações (3.2) e (3.4) é uma constante na energia da con-

figuração, constante essa que não terá influência nenhuma no modelo.

O modelo de Ising é um modelo estocástico, pois ele associa uma probabilidade a

cada configuração "�i3$ :
Pr -xP�"«V�� �4 - �n¦C¥y!ÄH -5-xP�"«Vg*Ä$

onde
4 - � Ù76 �98 �n¦C¥y!ÄH - - P�"«Vg* é chamada “constante de partição” ou ainda “constante

de normalização”.

Na próxima seção será detalhado o modelo de Potts com base nas definições apre-

sentadas nesta seção.

3.3 O Modelo de Potts

Uma generalização para o modelo de Ising, que é limitado a apenas dois estados,

é o modelo de Potts, onde cada elemento pode assumir um de
�

estados possı́veis!F�F�E$EDEDED�$g� Ã * . Este modelo descreve o comportamento de partı́culas que interagem entre

si a uma temperatura
/ �XB . Sejam as » partı́culas :Y�b!rË �S� � * Â�S� �(Ê¯� interagindo todas

entre si. A partı́cula Ë~� interage (atrativamente) com a partı́cula Ë¶
 com intensidade; P�*�$flòVj]øB . A distribuição da configuração � é dada por

Pr -xP�:k�	�hVQ� �4 - �n¦C¥=< �/ É �e� 
 ; P�*�$flòV21F�Ä� 
�> (3.5)

onde 1r�e� 
x� Ö � se �����	��
B caso contrário,

onde
4 -×� Ù@? �98 �n¦C¥y! / ¬y� Ù �Ä� 
 ; P�*�$flòV21F�e� 
n* é uma constante de normalização e $ é o

conjunto de todas as configurações possı́veis. Esta distribuição sempre irá favorecer
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às configurações de partı́culas do mesmo tipo, mais intensamente quanto menor for

a temperatura.

No modelo clássico de Ising, temos que as interações consideradas dependem

apenas da distância entre as partı́culas, e estas estão localizadas sobre uma grade

regular. Já no modelo de Potts não homogêneo, que é um caso mais geral aqui con-

siderado, a localização das partı́culas não é necessariamente levada em conta, pois

todas podem interagir entre si.

3.4 O Método de Swendsen-Wang

O método de Swendsen-Wang é uma dinâmica que permite simular ocorrências

do modelo de Potts de forma iterativa. Essas simulações são largamente usadas

para estimar a esperança de variáveis aleatórias de um sistema de Potts, dado que

freqüentemente é impossı́vel avaliá-las de forma analı́tica.

Simulação de Monte Carlo é largamente utilizada em estudos de mecânica es-

tatı́stica, mas especificamente em modelos do magnetismo baseados em spins. Al-

goritmos de Monte Carlo tradicionais (Metropolis & Ulam 1949) para estes mode-

los, tal como o algoritmo de Metropolis (Metropolis, Rosembluth, Rosembluth, Teller

& Teller 1953), apresentam um decremento rápido na eficiência computacional em

função do aumento do tamanho do sistema. O algoritmo desenvolvido por Swend-

sen e Wang (Swendsen 1991, Swendsen & Wang 1987) realiza mudanças globais (não

locais) nas configurações de spins, diferentemente do algoritmo de Metropolis, que é

um algoritmo local. O algoritmo de Swendsen-Wang reduz muito o decremento da

eficiência computacional para certos tipos de modelo.

Este método é uma das etapas do algoritmo de agrupamento de dados (descrito

na próxima seção) e seu algoritmo está descrito nos passos seguintes.

1. Considere uma configuração qualquer dos spins, ou seja, a primeira configuração

é arbitrária. Em particular, e sem perda de generalidade, considere a configura-

ção onde cada spin é gerado independentemente dos outros com probabilidade

uniforme nos
�

estados possı́veis !F� � $EDEDED�$g� Ã * . Esta situação é exibida na Figura 9

(página 55), onde são considerados »����EB indivı́duos e
� �	� estados possı́veis.

2. Em seguida, todos os pares de spins )�*�$fl,+ que interagem devem ser visitados.

Se os dois spins estiverem no mesmo estado, isto é se � � �"� 
 , então é calculada

a probabilidade de ser estabelecido um arco (ou ligação) entre esses dois spins,

que é dada pela Equação (3.5) (página 53).

3. Após o cálculo da probabilidade do passo anterior é observada *L�b9�P��zV , ocor-

rência de uma variável aleatória com distribuição uniforme no intervalo P�BC$r��V ,
isto é, 9BADC_P�BC$r��V . Se *�� Pr -xP�:}���WV então um arco é estabelecido entre os dois

spins. Caso contrário, nenhuma ligação é estabelecida.
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Figura 9: Associação entre spins e estados

Para melhor ilustrar os passos � e � considere o exemplo da Figura 9. Se ini-

cialmente e ao acaso escolhermos o spin destacado da Figura 10 para iniciar o

passo � , teremos os spins destacados da Figura 11 (página 56) que satisfazem a

condição �n���	��
 , ou seja, apresentam-se no mesmo estado.

Figura 10: Escolha do spin inicial

Calcula-se a probabilidade Pr -xP�:��	�WV e são observadas ocorrências independen-

tes da variavel aleatória 9EAè9�P�BC$r��V , uma para cada par de partı́culas. Um arco
é estabelecido entre os pares de spins onde a ocorrência * for menor do que a

probabilidade Pr -xP�:o�`�hV . Supondo que a probabilidade obtida para o par de

spins destacado na Figura 12 (página 57) seja BCD � e que, aleatoriamente, o valor

de * obtido seja BCD � , de acordo com o passo � será estabelecida uma ligação entre

o par.
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Figura 11: Spins que satisfazem a condição �����	��

4. Uma vez visitados todos os pares de spins e estabelecidas todas as associa-

ções onde *Ø� Pr - P�:¿�b�WV , o próximo passo é identificar os grupos de spins de

Swendsen-Wang (SW). Um grupo SW contém todos os spins que possuem uma

ligação entre eles. De acordo com a Equação (3.5) pode-se notar que somente os

spins com os mesmos valores, ou seja, que estão no mesmo estado, poderão fazer

parte de um mesmo grupo SW. Uma possı́vel configuração e a representação de

grupos de Swendsen-Wang podem ser vistas na Figura 13 (página 58).

5. A etapa final do procedimento é gerar uma nova configuração a partir da anterior

através da escolha aleatória de um dos
�

estados possı́veis para cada grupo de

Swendsen-Wang.

A Figura 14 (página 59) representa este último passo. Nela pode ser observado

que um dos spins que estava no estado � e que fazia parte de um grupo SW,

contendo outros dois spins, foi escolhido e o estado de todos que pertenciam a

esse grupo foi substituı́do pelo novo estado escolhido aleatoriamente, no caso do

exemplo o estado escolhido foi o � .
6. Retorna-se ao passo � enquanto não for satisfeito algum critério de convergência.

Os trabalhos citados anteriormente (Swendsen 1991, Swendsen & Wang 1987)

mostram que, seja qual for a configuração inicial e para toda temperatura
/

, após um

certo número de iterações a configuração observada pode ser considerada oriunda do

modelo de Potts.
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Figura 12: Estabelecimento de arco entre spins - Passo �
3.5 Visão Geral do Algoritmo de Agrupamento de Dados

O método de agrupamento de dados a ser descrito nesta seção é baseado no mo-

delo de Potts não homogêneo (ver Seção 3.3) e no método de Swendsen-Wang abor-

dado na Seção 3.4.

Considere que o conjunto de dados consiste de © indivı́duos, cujas dissimilarida-

des são denotadas por
´ �S� � . Será observada a evolução do modelo de Potts formado

por © partı́culas (cada uma representando um dos © indivı́duos). As partı́culas R e T
interagem com uma força ÿW�S� � que é inversamente proporcional à dissimilaridade

´ �S� � .
Reescrevendo a Equação (3.5, página 53), o Hamiltoniano (a energia) do modelo de

Potts assim definido é dado por

Pr -xP�:��	�hV�� �4 - �n¦h¥=< �/ É �e� 
 ÿÄ�S� �F1r�e� 
G>¯D (3.6)

Dado que as interações ÿ �S� � são todas não negativas, a configuração mais provável, isto

é, de menor energia é aquela que atribui o mesmo estado a todas as partı́culas. Ana-

logamente, a configuração menos provável é aquela que atribui um estado diferente

para cada partı́cula.

A temperaturas muito baixas, o modelo de Potts ficará muito freqüentemente

“congelado”, isto é, com a maioria das partı́culas no mesmo estado. A temperatu-

ras muito altas, o mesmo modelo freqüentemente exibirá estados onde a maioria das

partı́culas adota estados diferentes.
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Figura 13: Configuração com grupos de SW

Em termos de agrupamento, a primeira situação é aquela onde todos os indivı́duos

foram associados no mesmo grupo, e a última aquela onde cada indivı́duo forma um

grupo diferente dos outros. Nenhum desses dois extremos é interessante na maioria

das aplicações práticas.

A proposta de Blatt et al. (1996), refinada nos artigos posteriores (Blatt et al. 1997,
Wiseman et al. 1998, Domany et al. 1999), consiste em adotar uma seqüência de tem-

peraturas entre uma temperatura muito baixa e uma temperatura muito alta e, para

cada uma dessas temperaturas, observar uma seqüência de ocorrências do modelo

de Potts para estimar a correlação entre partı́culas. Duas observações serão conside-

radas no mesmo grupo se a correlação entre os respectivos estados for superior a um

limiar previamente estabelecido.

A dinâmica de Swendsen-Wang é empregada para gerar essas seqüências de

ocorrências do modelo de Potts. A vantagem de empregar esta dinâmica em relação a

usar as dinâmicas de Metropolis (Metropolis & Ulam 1949, Metropolis et al. 1953) ou

o Gibbs sampler (Geman & Geman 1984) reside nas seguintes propriedades:

1. esta dinâmica converge rapidamente seja qual for a configuração inicial;

2. uma vez atingida a convergência, são necessários poucas iterações entre duas

configurações para que as mesmas possam ser consideradas independentes (a
independência é essencial para poder fazer estimativas confiáveis de, por exem-

plo, a correlação entre estados);

3. é possı́vel implementá-la de forma eficiente com linguagens de programação
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Figura 14: Nova configuração gerada

usuais.

As etapas do algoritmo são detalhadas nos passos a seguir:

1. Realizar a analogia fı́sica com o problema de spins de Potts

(a) Associar a cada indivı́duo ��� um spin de Potts caracterizado por um de H
estados possı́veis �E�y�o�³$g�h$EDEDEDF$�H .

(b) Identificar os vizinhos de cada ponto � � de acordo com um critério pré-

selecionado; no problema de agrupamento de dados todos os indivı́duos

são potencialmente vizinhos.

(c) Calcular a interação ÿh�½� entre os vizinhos �{� e �Î� de forma que seja inversa-

mente proporcional à dissimilaridade entre esses indivı́duos.

2. Localizar a fase superparamagnética, ou para vários valores da temperatura

entre uma temperatura baixa e uma temperatura alta

(a) Estimar a magnetização média para diferentes temperaturas.

(b) Usar a susceptibilidade para identificar a fase superparamagnética.

3. Determinar dentro da fase superparamagnética as seguintes medidas:

(a) Medir a correlação spin-spin para todos os pontos vizinhos �x� , �y� .
(b) Construir os grupos de dados.

As seções seguintes detalham as etapas do algoritmo de agrupamento.
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3.5.1 Analogia fı́sica com o problema de spins de Potts

O objetivo desta etapa é especificar o Hamiltoniano na forma da Equação (3.6,

página 57), que serve como a analogia fı́sica dos pontos de dados a serem agrupados.

Após definir H , o número de estados possı́veis que um spin de Potts pode assumir,

é atribuı́do um spin de Potts a cada ponto de dado escolhendo um dentre os H valores

possı́veis com probabilidade H ¬y� independentemente das outras posições.

Outra caracterı́stica importante a ser definida é o conceito de “vizinhança”, bas-

tante utilizado na execução do algoritmo. No caso de segmentação de imagens só será

considerada interação entre posições próximas espacialmente; já para agrupamento

de dados todas as posições são potencialmente vizinhas entre si. Por fim é fornecida a

dependência funcional da força da interação ÿò�½� na distância entre os spins vizinhos.

Esta seção discute as possı́veis escolhas para esses atributos do Hamiltoniano e

suas influências na performance do algoritmo. A observação mais importante a ser

feita é que o algoritmo é suficientemente robusto para produzir resutados bons para

uma larga classe de especificações. Em outras palavras, não há uma especificação

“ótima” em detrimento de outras especificações. O algoritmo irá produzir bons re-

sultados sempre que uma escolha razoável for feita, e a faixa de escolhas razoáveis é

muito ampla.

Associação dos Spins de Potts a cada ponto I�J
O número de estados de Potts H determina principalmente a sutileza das transições

e as temperaturas nas quais elas ocorrem. Por outro lado, para manter uma dada pre-

cisão estatı́stica é necessário executar simulações muito longas à medida que o valor

de H cresce. A partir de testes realizados por Domany et al. (1999), e verificados no

nosso trabalho, foi possı́vel concluir que a influência de H na classificação resultante é

fraca, e por isso ao longo do projeto foi atribuı́do o valor H��O�³B para todos os exemplos.

Uma vez escolhido o número de estados a ser utilizado no modelo de Potts, o passo

seguinte é associar a cada spin um possı́vel estado, como pode ser visto na Figura 15
(página 61).

Identificação dos vizinhos

A necessidade para a identificação dos vizinhos do ponto �x� poderia ser eliminada

se todos os pares R&$UT de spins de Potts interagissem com cada outro via uma interação

de curta distância ÿW�½� = 4 áLK Ü ß â , que decresce exponencialmente com a distância entre

os dois pontos de dados. As fases e as propriedades do modelo não serão fortemente

afetadas pela escolha da forma precisa de 4 . Computacionalmente esse decrescimento

exponencial exigiria um grande gasto, então foi verificado que esse problema seria
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Figura 15: Associação de estados do modelo de Potts a Spins.

resolvido se fossem mantidas somente as interações de um spin com um número

limitado de vizinhos, e atribuı́do a todas as outras ÿò�½� igual a zero. Uma interaçãoÿÄ�½��� B é equivalente a afirmar que a similaridade entre as observações R e T é nula,

ou que a sua dissimilaridade é infinita; neste caso essas observações jamais serão

agrupadas, a não ser que todas as observações sejam colocadas na mesma classe.

Uma vez que os dados não formam uma grade regular, é preciso fornecer alguma

definição razoável para “vizinhos”. Sendo assim, para dimensões pequenas, onde´ aO� , foram utilizadas caracterı́sticas da triangularização sobre estruturas de grafos

em agrupamentos de dados (Ahuja 1982). Os conjuntos de dados usados nos nossos

exemplos possuem grandes dimensões, logo, maior atenção é dada a dimensões onde´ �Y� .
Para grandes dimensões, é usado o valor de vizinhança mútua, onde �z� e �Î� têm

um valor de vizinhança mútua M , se e somente se �K� é um dos M vizinhos mais

próximos de �y� e �y� é um dos M vizinhos para mais próximos de ��� . O valor de M foi

escolhido de tal maneira que as interações conectem todos os pontos de dados a um
grafo conectado. Claramente M cresce com a dimensão. Por motivos computacionais,

tornou-se conveniente, em casos onde a dimensão é muito alta (
´ �^�EBeB , por exemplo)

fixar Mc���EB .
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Cálculo das interações locais

Para ter um modelo com as propriedades fı́sicas de um imã granular não-homo-

gêneo, é preciso obter fortes interações entre spins que correspondam a dados de

uma região de alta densidade e fracas interações entre spins que estejam em regiões

de baixa densidade. Para este fim, e em comum com outros métodos locais, será

suposto que existe uma quantidade local � , definida pelas regiões de alta densidade

e menor do que a distância tı́pica entre pontos nas regiões de baixa densidade. Este

valor � é a quantidade caracterı́stica sobre a qual nossas interações de curta distância

decaem. Uma boa escolha para calcular ÿ �½� é a seguinte:

ÿÄ�S� � � NOQP � RS �n¦h¥UT ¬ K�VÜ ß�XW VZY se �6� e �Î� forem vizinhosB caso contrário,
(3.7)

onde, segundo Domany et al. (1999), a quantidade � será a média de todas as dis-

tâncias
´ �¾� entre a vizinhança dos pares �Q� e �Î� , e [M é o número médio de vizinhos.

Todos os detalhes vistos até agora podem ser facilmente implementados quando ao

invés do fornecimento dos vetores de atributos Ëy� de todos os dados, for obtida uma

matriz ©Õd© de dissimilaridades
´ �½� .

3.5.2 Localização da fase superparamagnética

Os vários intervalos de temperatura nos quais o sistema se auto-organiza em

diferentes partições para grupos são identificados através da medida de suscepti-

bilidade \ , que é uma função da temperatura. A susceptibilidade é a variância

da magnetização média para cada temperatura, e deve ser estimada a partir das

simulações Monte Carlo.

O método de Monte Carlo foi utilizado com o seguinte procedimento, que inclui a

dinâmica de Swendsen-Wang:

1. Escolher o número de iterações � a ser executada.

2. Gerar uma configuração inicial através da atribuição de um valor aleatório a

cada spin.

3. Associar um arco entre os pontos vizinhos �K� e �Î� com probabilidade t+Ô]- (ver

Equação 3.6 na página 57).

4. Encontrar os subgrafos conectados, os grupos de SW.

5. Atribuir novos valores aleatórios aos spins (aos spins que pertencem ao mesmo

grupo SW são associados o mesmo valor). Isto é a nova configuração do sistema.

6. Calcular o valor assumido pelas quantidades fı́sicas de interesse na nova confi-

guração de spin.
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7. Voltar para o passo � a menos que o número de iterações, � , tenha sido alcan-

çado.

8. Calcular a magnetização média, dada pelo tamanho do maior grupo dividido pelo

número total de observações.

A fase superparamagnética pode conter muitos e diferentes subgrafos com pro-

priedades diferentes. A susceptibilidade \ foi medida em diferentes temperaturas
para localizar diferentes regimes. O objetivo é identificar as temperaturas nas quais o

sistema muda sua estrutura.

Existem duas caracterı́sticas básicas da susceptibilidade que possuem uma gran-

de importância no trabalho. A primeira é um pico na susceptibilidade, que sinaliza

uma transição da fase ferromagnética para superparamagnética, na qual um grupo

grande é quebrado em pequenos grupos. A segunda caracterı́stica é um decremento

abrupto da susceptibilidade, correspondendo a uma transição da fase superpara-

magnética para a paramagnética, na qual um ou mais grupos grandes são quebrados

em muitos grupos pequenos.

3.5.3 Determinação de medidas na fase superparamagnética

Uma vez que a fase superparamagnética e suas diferentes subfases tenham sido
identificadas, é selecionada uma temperatura em cada região de interesse. A lógica

é que cada subfase caracteriza um tipo particular de partição dos dados, com novos

grupos sendo formados ou sendo divididos. Por outro lado, como a temperatura

é variada dentro de uma fase, espera-se somente o encolhimento (retrocesso) ou a

expansão dos grupos existentes, mudando somente a classificação dos pontos nas

fronteiras (limites) dos grupos.

A Correlação Spin-Spin

A função de correlação spin-spin ���½� entre os indivı́duos �Q� e �y� é usada para

construir os grupos de dados. O método Monte Carlo permite calcular estimadores

da função de correlação spin-spin, em particular pelo fato de empregar a dinâmica de

Swendsen-Wang que, como já mencionado, é de rápida execução.

Um estimador simples para a correlação entre os pontos � � e � � pode ser ob-

tido a partir de um estimador da probabilidade desses indivı́duos estarem no mesmo

grupo. Este estimador pode ser a média das funções indicadoras calculada sobre �
ocorrências (idealmente independentes) do modelo de Potts, isto é, estimaremos �_�¾�
calculando ^�x�½�I� Ù #_ Ê¯� 1F�S� ��P�MrVf¤0� , com

1��S� �K�×Ö � se � � e � � pertencem ao mesmo grupoB caso contrário,
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que é um estimador da probabilidade de encontrar os indivı́duos �x� e �Î� no mesmo

grupo, e finalmente computando

^���½� � P`H)Hø��V ^�x�½� ¸ �H $
que é usado como estimador da correlação ���½� .
Os grupos de dados

Os grupos são identificados em três passos:

1. Construir o centro dos grupos usando um procedimento de limiarização; de ���½�a�BCD � , uma ligação é estabelecida entre os pontos de dados vizinhos �z� e �Î� . O grafo

conectado resultante depende fracamente do valor ( BCD � ) usado nesta limiarização,

desde que este limiar esteja no intervalo P`H ¬y� $r�zH��	H ¬y� V . A razão para isto é que a

distribuição das correlações entre os dois spins vizinhos chega ao ponto máximo

fortemente nesses dois valores e é muito pequena entre eles.

2. Capturar pontos que estejam situados na periferia dos grupos através da ligação

de cada ponto � � a seu vizinho � � de correlação máxima estimada ^� �½� . Pode

acontecer que pontos �Q� e �y� já tenham sido ligados no passo anterior.

3. Os grupos de dados são identificados como os componentes ligados dos grafos

obtidos nos passos � e � .
3.6 Aplicação do Algoritmo SPC a Imagens

Diante das explicações realizadas nas seções anteriores deste capı́tulo, tem-se

que a técnica de agrupamento descrita pode ser aplicada a uma grande variedade de

dados. Um caso particular de interesse é sua aplicação ao problema de segmentação

de imagens.

Considerando os conceitos fundamentais do modelo fı́sico de Potts, tem-se que

cada pixel da imagem é associado a um spin. Quando o spin (pixel) central é similar

ao seu vizinho, eles tendem ao alinhamento, isto é, a pertencerem à mesma classe.

As diferentes temperaturas induzem diferentes relações de similaridade entre gru-
pos de spins e, para cada temperatura, os grupos formados compõem uma imagem

segmentada.

O algoritmo superparamagnético pode, então, ser considerado um método hie-

rárquico de agrupamento de dados, onde a cada variação de temperatura um tipo

de segmentação é originada na imagem analisada. A temperatura mais baixa for-

mará uma imagem com um único grupo, ou seja, todos os pixels da imagem per-

tencem a um mesmo segmento; esta situação é denominada “ferromagnética”, por
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exibir um forte alinhamento de spins. A medida que a temperatura aumenta, a

quantidade de grupos (segmentos) nesta imagem tenderá a aumentar até a desor-

dem total; esta última situação é chamada “paramagnética”. A imagem segmentada

desejada apresentar-se-á tipicamente em alguma temperatura da fase superpara-

magnética, que é intermediária entre as fases ferromagnética (baixas temperaturas,

poucos grupos, subsegmentação) e paramagnética (altas temperaturas, muitos gru-

pos, sobresegmentação).

Considerando os passos que definem o algoritmo, tem-se que a técnica de agru-

pamento superparamagnético concentra-se em três principais etapas: realizar a ana-

logia fı́sica com o problema de spins de Potts, localizar a fase superparamagnética e

através desta fase construir os grupos de dados. A primeira etapa faz a associação

dos dados a serem agrupados com a técnica proposta. Como os dados de interesse

são imagens, precisa-se adaptar os dados da imagem à entrada padrão. Além disso, o

critério de vizinhança estabelecido nesta etapa pode identificar a aplicação a ser ana-

lisada, por exemplo, se será uma classificação sem rotulação ou uma segmentação.

Como visto na Seção 2.7, para aplicar técnicas de agrupamento de dados a uma

imagem é necessário considerarmos cada pixel da imagem como um elemento per-

tencente ao conjunto dos dados de entrada. No agrupamento superparamagnético,

cada observação �Q� é um pixel da imagem. Para exemplificar, considere a Figura 7

(página 45) e representando os pixels pelo ordenamento lexicográfico, tem-se um con-

junto de dados de entrada formado por nove pontos, ou seja, �x� i¿!«�³$EDEDEDF$��W* . Diante
da aplicação proposta, o conjunto de dados passa a ser a imagem a ser segmentada,

cujos indivı́duos são os pixels que compõem a imagem.

Outro fator importante na primeira etapa do algoritmo superparamagnético é o

critério selecionado para estabelecer os vizinhos de cada ponto �z� . Este critério in-

fluenciará diretamente na aplicação a ser tomada: classificação ou segmentação, por

exemplo. Quando este critério envolve um domı́nio baseado nas caracterı́sticas da

imagem, pode-se obter uma classificação, ou seja, os vizinhos considerados são os

mais próximos (semelhantes) perante seus atributos na imagem, mesmo que estes

sejam distantes espacialmente. Um exemplo de classificação pode ser o da Figura 7,

onde os grupos formados pelas cores branca, verde e outros estariam associados às

suas classes correspondentes, considerando cada classe pela cor. Quando o critério

de vizinhança envolve o domı́nio espacial, pode-se obter uma segmentação. Uma

explicação mais detalhada deste assunto está feita no próximo capı́tulo.
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4 O Domı́nio da Aplicação

No capı́tulo anterior, o algoritmo superparamantético foi explicado em detalhes,

mas os estudos realizados nesta dissertação se destinam a aplicar este algoritmo à

segmentação de imagens, cujas descrições estão definidas neste capı́tulo. Para isto,

inicialmente, fazem-se explicações sobre segmentação de imagens através de seus

conceitos e problemas relacionados a este assunto. Grande parte das explicações

sobre o conceito de segmentação de imagens foi baseada nos textos de Banon (2000),

de Gonzalez & Woods (2000), de Jain (1989) e de Facon (1993).

4.1 Segmentação de Imagens

Alguns psicólogos alemães no inı́cio de século introduziram o princı́pio da segmen-

tação (ver Facon 1993). Eles mostraram que o ser humano, em termos de percepção

pela visão, efetua agrupamentos sobre o que ele percebe numa determinada cena com

base na proximidade, similaridade e continuidade. Os agrupamentos realizados pelo

ser humano podem ser considerados como “unidades significantes”, cuja composição

forma a cena em questão. Além dessa constatação, eles postularam a existência de

uma componente decisiva para a compreensão da cena, as “unidades significantes”.

Os critérios estabelecidos para agrupar as informações são a base da segmenta-

ção. A proximidade visa o agrupamento de informações consideradas próximas espa-

cialmente, ou seja, associa-se uma informação aos seus vizinhos perante a localização

espacial. A similaridade determina se duas informações são parecidas segundo al-

guma caracterı́stica, por exemplo, cores. A continuidade está relacionada ao conceito

de conectividade num grafo, considerando a “unidade significante” um grafo, deve-se

existir pelo menos um caminho entre duas informações presentes neste grafo. Nor-

malmente, faz-se uma associação entre continuidade e o conceito de conectividade

em imagens, resumindo-se nas seguintes propriedades:2 dois pixels estão conectados se eles são adjacentes (se são vizinhos) e se seus

nı́veis de cinza satisfazem um critério de similaridade.2 se ² e H forem pixels de um subconjunto 7 de uma imagem, então ² está conec-

tado a H em 7 se existir um caminho de ² a H consistindo inteiramente de pixels

de 7 (ver Banon 2000).
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Diantes desses conceitos, pode-se entender o objetivo da segmentação que é obter

um conjunto de “primitivas ou segmentos significativos” de uma imagem digital. O

nı́vel até o qual estes segmentos são subdivididos depende do problema a ser resol-

vido. Por exemplo, para comprimir um vı́deo com uma bola se movimentando num

fundo uniforme, é necessário separar a bola do fundo para só ser analisado o movi-

mento da bola, já que o fundo é desprezı́vel por se repetir. Mas, se ao invés da bola

fosse uma pessoa fazendo exercı́cios com movimentos bruscos nos membros supe-

riores, poderia haver a necessidade de se obter a segmentação membros superiores,

corpo sem membros superiores e fundo, e não mais somente a separação entre pes-

soa e fundo. Esta segmentação possui um nı́vel maior de profundidade com relação

ao exemplo da bola.

Os algoritmos de segmentação para imagens monocromáticas são geralmente ba-

seados em duas propriedades básicas associadas aos valores de nı́veis de cinza: des-

continuidade e similaridade. Na primeira categoria, a abordagem é particionar a ima-

gem basenado-se em mudanças abruptas nos nı́veis de cinza. Quando esta partição

é realizada, o resultado é formado pelos contornos dos segmentos. As principais

áreas de interesse nessa categoria são a detecção de pontos isolados e detecção de

linhas e bordas da imagem. A segunda categoria segmenta a imagem de acordo com

a similaridade atribuı́da em alguma caracterı́stica da imagem, por exemplo, intensi-

dade. Algumas dessas técnicas tentam encontrar regiões consideradas homogêneas,
ou seja, regiões que apresentam alguma propriedade local aproximadamente cons-

tante, no caso a similaridade. Estas regiões devem ser disjuntas entre si e a união

delas compor a imagem. As principais abordagens da segunda categoria baseiam-

se em limiarização, crescimento de regiões e agrupamento de dados. O resumo de

algumas dessas técnicas está descrito no Capı́tulo 1.

Como o modelo mais geral associado à operação de segmentação é aquele no qual

a imagem consiste de regiões que obedecem a um certo critério de similaridade, a

próxima subseção define este conceito e suas propriedades.

4.1.1 Definição

Uma região de uma imagem é um conjunto de pixels que apresenta duas proprie-

dades:

1. seus pixels devem estar conectados, isto é, de qualquer pixel da região pode-

se chegar a qualquer outro pixel por um caminho inteiramente contido nessa

região;

2. ela deve ser homogênea, ou seja, ela deve apresentar alguma propriedade lo-

cal aproximadamente constante como, por exemplo, a similaridade de alguma

caracterı́stica da imagem.
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Segundo Haralick & Shapiro (1985), as caracterı́sticas desejáveis para se exibir

uma imagem segmentada robusta, ou seja, considerada de boa qualidade com base

em imagens monocromáticas são:2 as regiões encontradas na imagem segmentada devem ser uniformes e homo-

gêneas segundo algum critério estabelecido, tal como textura uniforme, intensi-

dade média e outros;2 os interiores das regiões devem ser simples e com poucos “buracos”;2 as regiões adjacentes devem possuir diferenças significativas segundo o critério

estabelecido;2 as bordas de cada segmento devem ser simples e espacialmente bem definidas.

Diante dessas caracterı́sticas, pode-se definir segmentação de imagens como sendo

uma partição da imagem em regiões disjuntas e homogêneas segundo algum critério

estabelecido. Em Gonzalez & Woods (2000), tem-se uma definição formal: seja 7
o suporte da imagem; a segmentação é o processo de particionar 7 em Ô regiõesu � $&u��³$EDEDEDF$&u Ñ , tais que:

1. b Ñ�®Ê¯� u � �O7
2. u)�|î�u/�I�	ï , R ã�LT
3. u)� é uma região conexa, ÷~R6���³$EDEDED�$fÔ
4. c~P�u)� V��7daegf�h5ijhjegk�f5l , ÷mR{���³$EDEDED�$fÔ
5. c~P�u)�qð�u/��VK�@m,i�npoql , R ã�LT ,

onde c~P�u)� V é um predicado lógico sobre os pixels do conjunto 7 , e ï denota o conjunto

vazio.

A primeira condição indica que a segmentação deve ser completa, ou seja, cada

pixel deve pertencer a uma região. A segunda condição indica que as regiões devem

ser disjuntas entre si. Estas duas primeiras condições definem o conceito de partição.

A terceira condição requer que os pixels em uma região sejam conexos, como já foi

explicado anteriormente. A quarta condição trata das propriedades que devem ser

satisfeitas pelos pixels de uma região segmentada, por exemplo, o predicado de uma

região será verdadeiro se todos os pixels dessa região possuirem a mesma intensidade.
A quinta condição indica que as regiões u+� e u/� são diferentes no sentido do predicado,

ou seja, elas não podem se unir por não satisfazer a condição.

Como existe uma variedade enorme de imagens, cada uma com suas propriedades

e particularidades, atender a todas elas, visto os critérios estabelecidos na segmenta-

ção, não é um processo trivial, tanto que ainda não existe uma técnica considerada

eficiente que segmente de forma robusta inúmeros tipos de imagens. A próxima seção

expõe alguns dos problemas relacionados à segmentação de imagens.



69

4.1.2 Problemas

A segmentação de imagens é um dos passos mais importantes da análise au-

tomática de imagens. É nesta etapa que os objetos de interesse são extraı́dos da

imagem para serem subseqüentemente submetidos a diversas técnicas de processa-

mento, tais como descrição e reconhecimento. Caso estes objetos de interesse não

sejam extraı́dos na forma ideal à aplicação proposta, eles podem comprometer todo o

pós-processamento.

Normalmente, o desempenho das técnicas de segmentação desenvolvidas é com-

parado ao sistema visual humano. Os seres humanos são um referencial de de-

sempenho alto por seu sistema visual trabalhar de forma paralela: considerando a

análise da imagem na sua totalidade, explorando a informação de profundidade, uti-

lizando as experiências anteriores para reconhecer objetos familiares e outros. Mas,

como comentado no Capı́tulo 1, seu potencial está restrito ao tratamento de sinais de

dimensão três. Quando as imagens possuem muitas informações, como as que pos-

suem dimensões superiores a três, pode haver falhas na segmentação manual. Esses

fatos resultam num desafio à segmentação automática, pois ao mesmo tempo em que

a segmentação manual pode fornecer a qualidade considerada ideal na extração dos

objetos, ela é restrita.

O problema central para segmentar imagens é dividir a imagem em segmentos

com atributos uniformes, interpretados como um conjunto de pixels que satisfazem

a certas condições de adjacência e similaridade. Como a segmentação automática

realiza este processo de forma independente, ou seja, sem um conhecimento prévio

dos objetos contidos na imagem como no sistema visual humano, este problema não
é trivial. Outro fator que torna o problema complexo é a ambigüidade causada, por

exemplo, quando as caracterı́sticas presentes na imagem possuem pouca diferença,

ou quando a imagem apresenta ruı́dos.

Como existe uma diversidade de imagens e aplicações, não há um método con-

siderado universalmente bom para segmentar imagens. A escolha de uma dada

técnica depende da natureza da imagem (homogeneidade da iluminação, presença

ou ausência de ruı́dos, importância da textura, definição de contornos e presença de

oclusões dentre outras), das operações de pós-segmentação (reconhecimento de for-

mas, interpretação, localização, medições), das primitivas a serem extraı́das (contor-

nos, segmentos retos, regiões, formas, texturas) e das limitações fı́sicas (complexidade

algorı́tmica, execução em tempo real, memória disponı́vel). Os problemas associados

a estas técnicas podem ser caracterizados através de duas formas principais: quando

as técnicas baseam-se no domı́nio espacial ou das caracterı́sticas.

Os métodos especificados no domı́nio espacial definem objetos diferentes basea-

dos nas suas distâncias espaciais, especificando que pontos pertencentes a um mesmo

objeto são próximos segundo algum critério de vizinhança. Este fato resulta em
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segmentações com objetos espacialmente bem conectados mas sem uma garantia de

que eles sejam homogêneos com relação às suas caracterı́sticas. Os problemas asso-

ciados a estes métodos são o de satisfazer as condições de similaridade com eficiência

diante do problema central.

Os métodos especificados no domı́nio das caracterı́sticas, como as técnicas de

agrupamento de dados, assumem que os diferentes objetos em uma imagem podem

ser definidos através de uma seleção realizada nas caracterı́sticas presentes nos seus

pixels, podendo estas serem o valor do nı́vel de cinza, os valores no espaço de cores,

a intensidade e outros. Para imagens que possuem objetos com caracterı́sticas bem

definidas, como ilustra a Figura 16(a), as técnicas especificadas nesta categoria pos-

suem resultados satisfatórios, visto que, a análise nas caracterı́sticas fornece uma

visão mais natural possı́vel à percepção humana. Se as duas bolas da Figura 16(a)

possuı́ssem caracterı́ticas bem semelhantes, ou seja, caso a diferença entre os nı́veis

de cinza das bolas fosse mı́nima como na Figura 16(b), o critério de continuidade

estabelecido na segmentação poderia ser violado. Pois, mesmo que os objetos sejam

separados espacialmente, eles poderiam ser considerados homogêneos perante suas

caracterı́sticas, pertencendo a um só segmento. Os problemas associados a estes

métodos são em satisfazer as condições de adjacência diante do problema central.

(a) (b)

Figura 16: Diferenciação nas caracterı́sticas da imagens: (a) bem definidas (diferen-
tes) e (b) semelhantes.

Para consolidar a diferença entre os conceitos de domı́nio espacial e das carac-

terı́sticas, temos a Figura 17 (página 71). Segundo o domı́nio espacial e estabelecendo

um critério de vizinhança para este exemplo: as letras “a” e “b” pertencem a um só

segmento por serem consideradas próximas espacialmente. As diferenças espaciais

entre as letras “a” e “c” ou “b” e “c” são grandes diante do critério de vizinhança

estabelecido. Segundo o domı́nio das caracterı́sticas e estabelecendo um critério de

similaridade para este exemplo, cuja caracterı́stica é a forma: as letras “a” e “c” per-

tencem a um só segmento por possuı́rem semelhança na forma. As diferenças na

forma entre as letras “a” e “b” ou “c” e “b” são consideradas grandes para o critério de

similaridade.

A seção a seguir apresenta as modificações necessárias ao algoritmo superpa-

ramagnético, adaptando-o à segmentação de imagens vistos os problemas definidos
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Figura 17: Domı́nio espacial  domı́nio das caracterı́sticas.

nesta seção.

4.2 Aplicação do algoritmo superparamagnético à segmen-
tação de imagens

Com os conceitos definidos no Capı́tulo 2, no Capı́tulo 3 e nas seções anterio-

res, pode-se explicar como utilizar o método de agrupamento de dados superpara-

magnético para segmentar imagens. Como visto, o algoritmo superparamagnético faz

uma analogia entre agrupamento de dados e ocorrências do modelo de Potts não-

homogêneo. Para isto, a técnica possui três etapas, onde a primeira delas realiza a

analogia fı́sica com o problema de spins de Potts. É nesta primeira etapa que alguns

conceitos de segmentação são aplicados.

Para fazer a analogia fı́sica com o modelo de Potts não-homogêneo são necessários

três passos: associar o conjunto de dados a ser agrupado com a técnica proposta;

identificar os vizinhos de cada indivı́duo de acordo com um critério pré-selecionado e

calcular as interações ÿW�S� � entre um par de vizinhos. O primeiro passo é explicado na

Seção 3.6. Já os segundo e terceiro passos são importantes para a segmentação.

Diante da discussão levantada na Seção 4.1.2, as técnicas de agrupamento de

dados tendem a formar grupos através do domı́nio das caracterı́sticas, sem levar em

consideração o aspecto espacial. Esta propriedade do algoritmo afeta um dos critérios

básicos da segmentação: a continuidade. Para que este critério seja preservado, as

técnicas de agrupamento devem sofrer adaptações para que a vizinhança entre pixels

também seja considerada.

Levando este novo aspecto para o algoritmo superparamagnético, tem-se que o

critério pré-selecionado para identificar os vizinhos de cada indivı́duo será adaptado

ao conceito de vizinhança numa imagem (ver Banon 2000). Na forma original, como

descreve a Seção 3.5.1, a definição de “vizinhos” é feita com relação às medidas de

proximidade, onde um indivı́duo é considerado vizinho ao outro se seus atributos

(caracterı́sticas) forem similares. Esta definição foi estabelecida para tornar o algo-

ritmo flexı́vel a qualquer tipo de dados. Porém, como no caso da segmentação os

dados são dispostos na forma de uma grade regular, este algoritmo pode ser simpli-

ficado ao critério espacial para a vizinhança. Na segmentação, dois indivı́duos serão
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considerados vizinhos se atenderem ao seguinte critério:r PSRg$UTWV�a%n�¡s�_¡®�³�n$
onde

r PSR&$UTWV é alguma distância entre as coordenadas R e T .
Um exemplo para

r PSR&$UTWV é a distância Euclidiana. Quando o limiar para esta

distância é � , tem-se a vizinhança- � (cada posição possui, no máximo, quatro vizi-

nhos). Quando o limiar para esta distância vale º � , tem-se a vizinhança- � (cada

posição possui, no máximo, oito vizinhos). Os critérios de vizinhança considerados

nesta dissertação foram os de vizinhança- � e vizinhança- � (ver Seção 2.1.4).

Definido o critério de vizinhança para o algoritmo superparamagnético aplicado à

segmentação de imagens, pode-se calcular as interações locais ÿ|�S� � . Como explicado

na Seção 3.5.1, as interações ÿ �S� � são calculadas se um indivı́duo � � for vizinho a outro�Î� . Assim, a Equação (3.7) pode ser reescrita da seguinte forma:

ÿÄ�S� �)� NOQP � RS<�n¦C¥ T ¬ K�VÜ ß�XW VtY se
r PSR&$UTWV�a%n�¡u��¡®�³�B caso contrário.

(4.1)

Um comentário interessante a futuras implementações do algoritmo se faz neste

parágrafo. Se as interações locais ÿ ��� � fossem armazenadas em uma matriz, ela pos-

suiria a mesma estrutura que a matriz de dissimilaridade, cujo tamanho seria »1�» ,

considerando » a quantidade de pixels de uma imagem com tamanho G±�M , ou seja,»	�úG(M . Porém, os valores atribuı́dos a ÿC��� � nesta matriz de interações seriam influ-

enciados diretamente pela distância
r PSR&$UTWV e pelo limiar. Assim, quanto mais restrito

fosse o critério de vizinhança, mais esparsa seria a matriz.

4.3 Trabalhos Relacionados

Muitas técnicas de agrupamento de dados são utilizadas para segmentar imagens

(ver,por exemplo, Sharma 2001, Lucchese & Mitra 2001). Dentre estas, a técnica de
�
-

médias (ver Capı́tulo 2) é uma das mais utilizadas, apresentando inúmeras variações

na sua implementação, como ocorre nas versões que a utilizam em conjunto com a

métodos fuzzy (Harada, Miyakoshi & Shimbo 1994). Kurita (1991) apresenta uma

técnica de agrupamento hierárquico para segmentar imagens por crescimento de
regiões. Este algoritmo realiza o agrupamento aglomerativo tradicional, como ex-

plicado no Capı́tulo 2.

O algoritmo apresentado em Gdalyahu, Weinshall & Werman (2001) forma os

agrupamentos hierárquicos através de processos estocásticos. A técnica baseou-se no

algoritmo superparamagnético e, por isto, está bastante relacionada com o mesmo. A

técnica associa o agrupamento de dados ao problema de particionar grafos, tentando

resolver esta questão utilizando um algoritmo estocástico de corte mı́nimo.
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O ECU (Energy sharing Cluster Update) é um algoritmo rápido e robusto para seg-

mentar imagens utilizando o método de agrupamento superparamagnético (ver Ferber

& Wörgötter 2000). Visto que o agrupamento superparamagnético original apre-

senta um custo computacional alto, duas otimições são realizadas em dois passos:

a formação dos grupos e a atualização dos seus spins. Uma comparação entre soft-

wares disponı́veis no mercado, sendo um deles o ECU, na segmentação de imagens de

sensoriamento remoto está descrita em Neubert & Meinel (2003). Outras análises na

segmentação de imagens de sensoriamento remoto podem ser encontradas em Frery,

Lucca & Freitas (1999).

Em Peng et al. (2003), a segmentação de imagens pelo algoritmo superpara-

magnético é realizada de forma paralela para reconhecer neurônios. Já em Neirotti

et al. (2003), o algoritmo superparamagnético é comparado com sistemas neurais

sendo utilizada uma imagem de tomografia de um cérebro humano. Em Blatt et al.

(1997), uma análise do algoritmo superparamagnético a imagens de sensoriamento

remoto é apresentada.

O próximo capı́tulo explica o programa SPC. Além disso, para aplicar o SPC à

segmentação de imagens foram necessárias tanto adaptações e melhorias no pro-

grama quanto uma interface para gerar e visualizar as segmentações realizadas.

Estas melhorias e acréscimos também são detalhadas no próximo capı́tulo.
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5 SPC - Programa e Inteface

O programa SPC é a base dos trabalhos realizados nesta dissertação. Este capı́tulo

descreve todos os procedimentos realizado por este programa. Inicialmente, o pro-

grama original é explicado através de seus arquivos de entrada e saı́da. Em seguida,

são descritas as adaptações e melhorias realizadas visando a aplicação proposta e

diante das análises feitas no programa original. Por fim, a interface desenvolvida na

dissertação é apresentada.

5.1 O Programa SPC

O programa SPC (Superparamagetic Clustering) (ver Blatt et al. 1996, Blatt et al.

1997, Wiseman et al. 1998, Domany et al. 1999) utilizado nesta dissertação é uma

versão acadêmica que executa o algoritmo de agrupamento baseado no comporta-
mento superparamagnético do modelo de Potts não homogêneo. Seu autor, o profes-

sor Eytan Domany, procurou desenvolver uma aplicação que satisfizesse suas neces-

sidades imediatas, ou seja, ele precisava apenas de algum método automatizado para

executar o algoritmo de agrupamento superparamagnético em grandes conjuntos de

dados, e esta era uma tarefa impossı́vel de ser realizada manualmente, devido ao ta-

manho dos conjuntos de dados e à complexidade dos algoritmos utilizados. Como os

interesses do autor eram meramente na análise dos resultados obtidos, o SPC apre-

senta uma manipulação cuidadosa e bastante trabalhada, visto que é composto de

arquivos de entrada e saı́da complicados de serem gerados e analisados a medida em

que o conjunto de dados aumenta. Em casos de grandes conjuntos de dados, como as

imagens, a criação dos dados de entrada só pode ser realizada de forma automatizada.

Da mesma forma, as possı́veis análises dos resultados só podem ser realizadas após

um pós-processamento dos arquivos de saı́da.

A versão acadêmica do SPC foi desenvolvida em linguagem C e só pode ser exe-

cutada por linha de comando. Este programa necessita de dois arquivos de entrada

para ser executado, e origina cinco arquivos de saı́da contendo várias informações

sobre o agrupamento superparamagnético como, por exemplo, os próprios grupos

formados (ver Figura 18, página 75).

As próximas subseções explicam os arquivos de entrada e saı́da utilizados pelo
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Figura 18: Estrutura original do SPC.EXE.

SPC. Serão explicadas também as modificações realizadas para uma otimização no

desempenho de todo o processo, desde a geração dos arquivos à análise dos resulta-

dos.

5.1.1 Estrutura dos Arquivos de Entrada

Como ilustra a Figura 18, o SPC necessita de dois arquivos de entrada: o arquivo

de informações sobre os dados de entrada, cuja extensão é .DATA, e o arquivo de

parâmetros. Este último fornece tanto algumas informações sobre o arquivo de dados,

quanto parâmetros necessários à execução do programa, e sua extensão é .RUN.

O arquivo de dados pode apresentar duas formas: os valores originais dos dados

ou a matriz de dissimilaridade gerada a partir deste conjunto de dados. Na pri-

meira opção cada indivı́duo está representado por uma linha do arquivo, sendo as
variáveis dispostas em colunas separadas por espaços para cada indivı́duo. Um exem-

plo disto está ilustrado na Tabela 14 (página 76), considerando os dados da Figura 7

(página 45). Quando este tipo de arquivo é utilizado, deve-se atribuir ao parâmetro

Dimentions do arquivo com extensão .RUN a quantidade de variáveis disponı́veis no

arquivo de dados. No exemplo, Dimentions é � . Como a matriz de dissimilaridade

proveniente dos dados de entrada é utilizada no programa, quando a entrada são os

dados reais há a necessidade de sua construção pelo programa. A desvantagem de-

corrente do uso deste tipo de arquivos de entrada é a limitação associada à medida de

dissimilaridade, que é fixada pelo programa. Quando a própria matriz de dissimilari-

dade é fornecida no arquivo de entrada esta opção torna-se flexı́vel, visto as inúmeras

medidas de dissimilaridade disponı́veis, como algumas apresentadas na Seção 2.3.

Visando esta flexibilidade e otimização no programa, a dissertação se concentrou em

trabalhar somente com arquivos de dados que fornecem como entrada a matriz de

dissimilaridade.
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255 255 255
0 0 255
0 255 0

255 255 255
0 0 0
0 255 0

255 0 0
0 0 255
0 255 0

Tabela 14: Arquivo de dados com os dados reais.

Os arquivos de dados também podem conter a matriz de dissimilaridade dos da-

dos a serem agrupados. Ela pode ser calculada por algum software comercial como,

por exemplo a plataforma R. Quando a matriz de dissimilaridade é fornecida pelo ar-

quivo de dados, o parâmetro Dimentions do arquivo com extensão .RUN é B . Quando

este parâmetro tem o valor B , o programa não constrói a matriz de dissimilaridade,

apenas a utiliza pela captura do arquivo de entrada. A construção de uma matriz

de dissimilaridade é explicada na Seção 2.3. Um exemplo deste tipo de arquivo está

ilustrado na Tabela 15, considerando os dados da Figura 6 (página 44) e a matriz de

dissimilaridade da Tabela 11 (página 48). A figura da imagem monocromática será

considerada neste exemplo por sua matriz de dissimilaridade possuir um tamanho

pequeno.

0
0
255
255
0
0
255
255
255
255
0
0
255
255
0
0

Tabela 15: Arquivo de dados com a matriz de dissimilaridade.

O segundo arquivo de entrada para o SPC possui a extensão .RUN e contém

informações necessárias à execução do programa, além de informações sobre a ma-

triz de dissimilaridade do arquivo .DATA. Um exemplo do arquivo .RUN é ilustrado na

Tabela 16 (página 77), baseando-se nos dados da Figura 7 (página 45).
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NumberOfPoints: 9
DataFile: C: v Image.data
Dimensions: 0
MinTemp: 0.00
MaxTemp: 0.15
TempStep: 0.005
OutFile: ImgResult
SWCycles: 4000
KNearestNeighbours: 5
MSTree ÍDirectedGrowth ÍSaveSuscept ÍWriteLabels ÍDataIsMatrix ÍWriteCorFile A

Tabela 16: Campos do arquivo com extensão .RUN.

Alguns dos campos da Tabela 16 podem ser facilmente identificados, tais como

NumberOfPoints, que representa o número de indivı́duos presentes no conjunto de

dados, neste exemplo são � pixels. DataFile contém o caminho e o nome do arquivo
contendo a matriz de dissimilaridade. Dimensions indica a dimensão dos vetores de

variáveis (atributos) que descrevem os indivı́duos, se seu valor é B (zero) então uma

matriz de dissimilaridade é esperada. MinTemp contém a temperatura inicial a par-

tir da qual os agrupamentos serão realizados. MaxTemp contém a temperatura final

até onde os agrupamentos serão realizados. TempStep representa o incremento da

temperatura, ou seja, a partir da temperatura inicial o valor de TempStep será adicio-

nado ao valor atual da temperatura até que a temperatura final seja atingida. OutFile
é um prefixo para os arquivos de saı́da. SWCycles é o número de ciclos a ser con-

siderado no algoritmo de Swendsen-Wang. KnearestNeighbours estipula o número

máximo de vizinhos considerados a cada indivı́duo. Como explicado no Capı́tulo 3,

o algoritmo superparamagnético necessita identificar vizinhos a cada indivı́duo. No

programa SPC, a indentificação destes vizinhos é realizada pelo algoritmo KNN. O KNN

(K-Nearest-Neighbour) é uma técnica que identifica os M vizinhos considerados mais

próximos de um indivı́duo de acordo com algum critério de proximidade. Neste caso, o

critério de proximidade está definido pela matriz de dissimilaridade apresentada. Com

o pârametro KnearestNeighbours, o usuário pode determinar a quantidade máxima de

vizinhos. Assim como os parâmetros explicados acima, MSTree, DirectedGrowth, Save-
Suscept, WriteLabels, DataIsMatrix e WriteCorFile são funções que geram os arquivos

de saı́da do SPC e que manipulam os dados obtidos do algoritmo superparamagnético.

5.1.2 Estrutura dos Arquivos de Saı́da

Como ilustrados na Figura 18 (página 75), os arquivos de saı́da do SPC são cinco,

mas, neste trabalho, foram considerados apenas dois, por possuirem as informações



78

necessárias na análise dos dados agrupados. Esses dois arquivos são .DG 01 e .LAB,

que armazenam os dados resultantes dos agrupamentos, tais como os grupos e os

indivı́duos pertencentes a cada grupo.

Os outros três arquivos de saı́da armazenam informações de controle, onde o

usuário pode verificar a corretude das operações realizadas pelo programa. O arquivo

com extensão .EDGES é um arquivo opcional e é usado para forçar o programa SPC a

considerar bordas especı́ficas, além das selecionadas pelo método KNN. Cada borda é

descrita por um alinhamento no formato:

i1 i2,

onde i1 e i2 são os ı́ndices dos pontos.

O arquivo com extensão .PARAM contém uma lista dos parâmetros usados pelo

programa. Alguns desses parâmetros foram explicados na seção anterior. A Tabela 17
exibe um exemplo desse tipo de arquivo. O arquivo com extensão .MAG é um arquivo

de log que armazena os passos de execução do SPC.

AverageInteraction 0.074233
ClustersReported 12

CharDist 13.567979
DataFile yoram.data

Dimentions 0
DirectedGrowth
DataIsMatrix
Dimensions 0

KNearestNeighbours 10
MinTemp 0.00
MaxTemp 0.15
MSTree

NumberOfPoints 90
NumberOfEdges 375

NearestNeighbrs 8.333333
OutFile yout

PottsSpins 20
RandomSeed 951312526

SusceptColors 4
SaveSuscept

SWCycles 4000
SWFraction 0.800000

ThresholdTheta 0.500000
TempStep 0.005

WriteLabels

Tabela 17: Exemplo de arquivo com extensão .PARAM.

Como os autores projetaram o SPC para grandes quantidades de dados, determi-

nou-se uma quantidade mı́nima de NumberOfPoints, no caso �r� . Como os exemplos
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Figura 19: Imagem monocromática ���� .
considerados até agora na ilustração dos arquivos de entrada só possuem Number-
OfPoints inferiores a �r� , será definido um novo exemplo para ser utilizado com o

programa. Considere a imagem monocromática da Figura 19. Ela é composta de três

nı́veis de cinza: �e�e� indicando o branco, B indicando o preto e �r�e� indicando o cinza.

Foi criada uma matriz de dissimilaridade através da distância Euclidiana para gerar

o arquivo de dados. O arquivo com extensão .RUN está ilustrado na Tabela 18.

NumberOfPoints: 25
DataFile: C v Image5.data
Dimensions: 0
MinTemp: 0.000
MaxTemp: 0.020
TempStep: 0.005
OutFile: ImgResult5
SWCycles: 4000
KNearestNeighbours: 12
MSTree ÍDirectedGrowth ÍSaveSuscept ÍWriteLabels ÍDataIsMatrix ÍWriteCorFile A

Tabela 18: Arquivo com extensão .RUN da imagem monocromática ���� .
O arquivo com extensão .DG 01 apresenta a estrutura ilustrada na Tabela 19

(página 80). O primeiro campo da tabela indica os ı́ndices das temperaturas consi-

deradas e está variando de B - � . O segundo campo indica o valor da temperatura

utilizada, variando, neste caso, de BCD½BeBeBeBeB - BCD½BÄ�³BeBeB . O terceiro campo, que contém
apenas valores B (zero), indica o número mı́nimo de indivı́duos que estão fazendo parte

de algum cluster àquela temperatura, nesse caso existem clusters que não contêm in-

divı́duos. O quarto campo, que possui os valores !«� , �W* , representa o total de clusters

que possuem pelo menos um indivı́duo. Os outros campos da tabela, �r� no total,

são os clusters obtidos em cada temperatura. Foi estipulado pelos desenvolvedores

do SPC a exibição de no mı́nimo �r� cluster, mesmo que estes não existam, casos em

que o número de indivı́duos é B . Analisando a Tabela 19 (página 80), na tempera-

tura BCD½BeBeBeBeB só há um cluster que é o considerado pelo ı́ndice B cuja quantidade de

indivı́duos é �e� . Na temperatura BCD½BeBÄ�³BeB encontram-se três grupos: o cluster B com �r�
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indivı́duos, o cluster � com � indivı́duos e o cluster � com � indivı́duos. O resultado

obtido na temperatura BCD½BeBÄ�³BeB repete-se nas temperaturas BCD½Bò�EBeBeB , BCD½Bò�r�³BeB e BCD½BÄ�³BeBeB ,
indicando que os grupos permaneceram com a mesma estrutura durante estas qua-

tro temperaturas, ou seja, não aconteceram mais agrupamentos após a temperaturaBCD½BeBÄ�³BeB .
0 0.00000 0 1 25 0 0 0 0 0 0 0 0 0 0 0
1 0.00500 0 3 16 5 4 0 0 0 0 0 0 0 0 0
2 0.01000 0 3 16 5 4 0 0 0 0 0 0 0 0 0
3 0.01500 0 3 16 5 4 0 0 0 0 0 0 0 0 0
4 0.02000 0 3 16 5 4 0 0 0 0 0 0 0 0 0

Tabela 19: Arquivo com extensão DG 01.

O arquivo com extensão .LAB também armazena os agrupamentos como o arquivo

com extensão .DG 01, mas de um ponto de vista diferente. Ao invés de atribuir a cada
cluster a quantidade de indivı́duos presentes, o arquivo associa a cada indivı́duo o

ı́ndice do cluster respectivo. A Tabela 20 ilustra este ponto de vista.

0 0.00000 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0
1 0.00500 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
2 0.01000 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
3 0.01500 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
4 0.02000 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0

Tabela 20: Arquivo com extensão .LAB.

A Tabela 20 representa o arquivo com extensão .LAB correspondente ao arquivo

com extensão .DG 01. Pode-se verificar que os dois primeiros campos desse arquivo

são idênticos aos do com extensão .DG 01, enquanto os outros, no total de �e� , repre-

sentam agora os indivı́duos e não mais os clusters. Analisando os outros �e� campos

da Tabela 20, temos que na temperatura BCD½BeBeBeBeB todos os indivı́duos pertencem ao

cluster B (zero), por isso a representação B nos campos, ou seja, as posições repre-

sentam os indivı́duos e os valores dos campos os clusters aos quais os indivı́duos

pertencem. Na temperatura BCD½BeBÄ�³BeB , os indivı́duos nas posições � , �e� , �r� e �r� per-

tencem ao cluster B , considerando o primeiro indivı́duo na posição B . Os indivı́duos

nas posições 3 , � , �r� , ��3 e �r� pertencem ao cluster � e os demais indivı́duos pertencem

ao cluster B . Calculando-se o total de indivı́duos por cluster no arquivo com extensão

.LAB, obtém-se exatamente o arquivo com extensão .DG 01. Considerando os re-
sultados apresentados na temperatura BCD½BeBÄ�³BeB da Tabela 20 e mapeando os ı́ndices

correspondentes a esta temperatura com os pixels de uma imagem matricial, tem-

se definição dos três grupos apresentados na Figura 20 e provenientes da imagem

original da Figura 19 (página 79).

Diante dos arquivos de entrada e saı́da do SPC mostrados nessas duas seções,

percebe-se o quão complicado é gerar e manusear os mesmos para grandes volumes
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Figura 20: Imagem resultante definida por números.

de dados, como é o caso de imagens. Além disso, a ativação do sistema é realizada

por linha de comando. Estes fatos resultam em muitas dificuldades para qualquer

usuário, mesmo aos que entendam de computação. Visando a interação usuário-

programa e a aplicação proposta, foi desenvolvida uma interface para trabalhar em

conjunto com o programa SPC. Em adição, foram realizadas algumas adaptações tanto

nos arquivos de entrada, quanto nos de saı́da e, também, no próprio programa para

otimizar alguns dos seus procedimentos e aplicá-lo à segmentação de imagens. Estas

alterações e a interface são descritas nas seções seguintes.

5.2 Otimizações

Com o objetivo de adaptar o programa SPC à segmentação de imagens e ao desen-

volvimento da interface, inicialmente, realizou-se uma análise em todo o desempenho

do programa. Observou-se a necessidade de algumas modificações e melhorias em

algumas partes deste processo. Estas otimizações são explicadas nesta seção e serão

subdivididas em três estapas: uma para os arquivos de entrada, outra para os ar-

quivos de saı́da e outra para a adaptação à segmentação de imagens. As subseções

seguintes apresentam estas alterações.

5.2.1 Arquivos de Entrada

Como descrito na Seção 5.1.1, o arquivo de dados considerado nesta dissertação

informa a matriz de dissimilaridade do conjunto de dados. Para um conjunto de dados

com poucas informações, a construção do arquivo é rápida. Quando o conjunto pos-

sui muitos dados, como as imagens, esta construção é custosa computacionalmente,

com o seu custo proporcional ao tamanho da imagem.

Para explicar este fato, considere que o conjunto de dados é uma imagem de ta-

manho �³BeB/��ÄBeB . Segundo as explicações feitas no Capı́tulo 2, o número de indivı́duos

(pixels) desse conjunto é »Y�û�r�³BeBeB , visto que »Y�ýG(M . Como a matriz de dissimilari-

dade é »1�» , ela terá um tamanho de �r�³BeBeB'��r�³BeBeB , ou seja, para cada um dos �r�³BeBeB
pixels serão calculadas �r�hD½BeBeB medidas de dissimilaridade. Neste exemplo, o arquivo

de dados original conterá �n�e�xw«�EB�y informações para serem acessadas pelo programa.



82

Considerando algumas propriedades contidas na matriz de dissimilaridade e esta-

belecidas pela aplicação proposta, pode-se reduzir significativamente a quantidade de

processos executados para geração do arquivo de dados.

Inicialmente, será analisada uma propriedade de matrizes de dissimilaridade ba-

seadas em distâncias: a simetria. O valor da dissimilaridade calculado na posiçãoPSR&$UTWV é o mesmo para o da posição P¢TÄ$fRàV , ou seja,
´ �¾�+� ´ �&� . Um exemplo está ilustrado

na matriz de dissimilaridade da Tabela 13 (página 49), percebe-se que
´ � �I� ´ � � �O�e�C� .

Esta propriedade fornece uma matriz com informações redudantes, podendo as dis-

similaridades calculadas entre o conjunto de dados serem dispostas apenas por uma

matriz triangular. No caso da matriz ilustrada na Tabela 13, pode-se representá-la

pela matriz da Tabela 21. Construindo o arquivo de dados com a matriz triangular

ao invés da matriz completa, há uma redução significativa, a quase a metade do ta-

manho original, da quantidade de informações a serem calculadas e acessadas pelo

programa, tendo, também, como conseqüência uma redução no tamanho do arquivo.

No exemplo, a matriz completa possui �C� informações para serem armazenadas no

arquivo de dados, já a matriz triangular possui �«� informações.� ¤ � 1 2 3 4 5 6 7 8 9
1 0 361 361 0 442 361 361 361 361
2 0 361 361 255 361 361 0 361
3 0 361 255 0 361 361 0
4 0 442 361 361 361 361
5 0 255 255 255 255
6 0 361 361 0
7 0 361 361
8 0 361
9 0

Tabela 21: Matriz de dissimilaridade triangular.

Analisando uma das propriedades da segmentação de imagens, como descreve

a Seção 4.1.1 (página 67), tem-se que em uma região cada pixel deve estar conec-

tado a todos os outros pertencentes à região, mesmo que estes estejam conectados

através de um caminho. Para que esta propriedade prevaleça, a análise da dissimila-

ridade deve ser mais evidente nos vizinhos de um determinado pixel do que em outros

considerados distantes por um critério de vizinhança, ou seja, deve-se calcular a dis-

similaridade apenas entre um pixel e seus vizinhos. Um exemplo interessante está

ilustrado na Figura 7 (página 45). Se as dissimilaridades fossem calculadas entre

o pixel na posição PN�³$&B«V (ordenada por P�G��³�z*m»¶�q$&�SR »|{q�CV ) e todos os outros pixels, para

a imagem resultante esperada, seria muito provável o agrupamento entre este pixel

(cor azul) com o pixel de posição PN�³$g�ÄV , também de cor azul porém distante espacial-

mente, comprometendo a “continuidade” da segmentação resultante. Se o critério
de vizinhança- � fosse aplicado ao cálculo da dissimilaridade, estes pixels não seriam

agrupados na imagem resultante esperada.
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Diante desta análise, o processo de contrução da matriz de dissimilaridade é re-

duzido substancialmente. Ao invés das dissimilaridades serem calculadas entre cada

um dos » pixels com todos os outros » pixels, elas são calculadas entre cada um dos» pixels com os seus vizinhos de acordo com algum critério de vizinhança, tendo a

dissimilaridade um valor infinito para os pixels que não são vizinhos ao pixel anali-

sado ou, em outras palavras, pixels que não são espacialmente contı́guos terão uma

similaridade nula independentemente do valor observado neles.

Neste trabalho, a vizinhança- � e a vizinhança- � foram consideradas. Aplicando

o critério de vizinhança- � para a matriz de dissimilaridade completa da Tabela 13

(página 49), tem-se a matriz da Tabela 22. Neste exemplo, o processo de calcular a

dissimilaridade é reduzido de �C� para �e� cálculos.� ¤ � 1 2 3 4 5 6 7 8 9
1 0 361 � 0 � � � � �
2 361 0 361 � 255 � � � �
3 � 361 0 � � 0 � � �
4 0 � � 0 442 � 361 � �
5 � 255 � 442 0 255 � 255 �
6 � � 0 � 255 0 � � 0
7 � � � 361 � � 0 361 �
8 � � � � 255 � 361 0 361
9 � � � � � 0 � 361 0

Tabela 22: Matriz de dissimilaridade com critério de vizinhança- � .
Estes dois processos de otimização da matriz de dissimilaridade são utilizados

nesta dissertação. A junção é realizada aplicando o critério de vizinhança estabelecido

à matriz triangular a ser construı́da. Com a aplicação do critério de vizinhança- � para

a matriz de dissimilaridade da Tabela 21 (página 82), tem-se a matriz da Tabela 23.

Neste exemplo, o processo de calcular a dissimilaridade é reduzido de �«� para �C�
cálculos.

Fazendo a comparação com a matriz completa, tem-se que ao invés de se armaze-

nar �C� informações no arquivo de dados, só são armazenadas �C� informações.� ¤ � 1 2 3 4 5 6 7 8 9
1 0 361 � 0 � � � � �
2 0 361 � 255 � � � �
3 0 � � 0 � � �
4 0 442 � 361 � �
5 0 255 � 255 �
6 0 � � 0
7 0 361 �
8 0 361
9 0

Tabela 23: Matriz de dissimilaridade triangular com critério de vizinhança- � .
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O formato do arquivo de dados otimizado é bem diferente do arquivo original.

Como explicado no parágrafo anterior, o arquivo otimizado contém a matriz de dissi-

milaridade triangular, cujos cálculos de dissimilaridade só ocorrem entre pixels vizi-

nhos, como é o exemplo da matriz ilustrada na Tabela 23 (página 83). Já o arquivo

original contém a matriz completa.

No arquivo original, como todas as dissimilaridades são fornecidas, o acesso a

cada posição desejada pode ser feita de forma direta. No arquivo otimizado, o acesso

à posição desejada torna-se mais complicado. Por convenção e facilidade no acesso,

os dois pixels correspondentes ao cálculo de cada dissimilaridade são fornecidos no

arquivo otimizado. O formato do arquivo de dados otimizado é ilustrado na Tabela 24.

Para o exemplo da Tabela 23, o formato do arquivo de dados otimizado está ilustrado

na Tabela 25 (página 85).

número de atributos da imagem
ı́ndices dos atributos (utilizados no cálculo da dissimilaridade)

quantidade total de indivı́duos ( » )
largura ( G )
altura ( � )
pixel �
pixel \´ W Z
pixel G
pixel ü´~}��
. . .
pixel Ë
pixel �´ Û��

Tabela 24: Arquivo de dados otimizado.

É importante diferenciar o acesso aos dados de entrada e a manipulação dos

mesmos no programa. O acesso aos dados de entrada só acontece uma única vez,

tornando-os disponı́veis ao programa. A otimização foi realizada para acelerar este

processo tanto na sua geração quanto na leitura do arquivo de entrada pelo programa.

A forma como o programa armazena e manipula estes dados não foi otimizada neste

trabalho, visto que os objetivos principais deste trabalho são aplicar a segmentação

de imagens e analisar os dados de saı́da do SPC. Como a otimização na manipulação

dos dados não foi realizada, o programa armazena os dados utilizando a matriz de

dissimilaridade completa. Este fato limita a utilização do SPC a imagens com ta-

manhos pequenos dependendo das configurações apresentadas no computador a ser

trabalhado. Uma sugestão para trabalhos futuros é otimizar esta manipulação no

SPC resolvendo o problema de matrizes esparsas. Outra possibilidade é trabalhar

com uma estrutura que armazene a matriz de forma triangular, visto que a matriz

triangular é fornecida pelo arquivo otimizado com extensão .DATA.
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3
0 1 2
9
3
3
1
1
0
1
2
361
1
4
0
. . .
8
9
361
9
9
0

Tabela 25: Exemplo de arquivo de dados otimizado.

5.2.2 Arquivos de Saı́da

Ao iniciar o desenvolvimento da interface foi verificado que os cinco arquivos de

saı́da do programa SPC (ver Figura 18, página 75) não eram necessários para realizar

a análise de agrupamento de dados, mas apenas os dois arquivos mencionados na

Seção 5.1.2, ou seja, os de extensões .DG 01 e .LAB. Diante das análises realizadas

nestes dois arquivos, observou-se que algumas informações são redundantes e difi-

cultavam a construção dos resultados tornados disponı́veis pela interface, como é o

caso dos dendrogramas. Uma otimização nestes arquivos foi necessária para deixá-

los apenas com as informações relevantes e evitar que um pré-processamento fosse

necessário nestes arquivos originais.

O arquivo com extensão .LAB sofreu duas mudanças. A primeira foi na ordem

com que as temperaturas e seus respectivos agrupamentos são armazenados. No ar-

quivo original, os agrupamentos são exibidos da temperatura inicial até a final, como

pode ser visto na Tabela 20 (página 80). No arquivo otimizado, a ordem inversa foi

adotada (ver Tabela 26, página 86). Esta primeira alteração foi necessária por causa

do algoritmo utilizado na construção dos dendrogramas, uma vez que ele estrutura o

gráfico da temperatura com maior valor para a de menor valor. Com esta mudança,
ganha-se tempo de processamento, uma vez que não é mais necessário o armazen-

amento de todos os agrupamentos para em seguida montar o dendrograma. Dessa

maneira, à medida que os agrupamentos são lidos, as estruturas dos dendrogramas

são montadas. O SPC define os agrupamentos da temperatura mais baixa para a
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mais alta, como a ordem inversa é necessária, estes agrupamentos são inicialmente

armazenados em uma estrutura de dados dinâmica, para em seguida serem armaze-

nados em arquivo. Uma lista duplamente encadeada foi utilizada para armazenar os

agrupamentos e as informações que serão definitivamente salvas em arquivos e lidas

posteriormente pela interface.

4 0.02000 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
3 0.01500 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
2 0.01000 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
1 0.00500 0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
0 0.00000 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

Tabela 26: Arquivo com extensão .LAB com ordem invertida.

A segunda alteração no arquivo com extensão .LAB melhorou a performance do

programa e permitiu que os arquivos gerados ocupassem menos espaço em disco.

Como foi visto na Tabela 20 (página 80), em algumas temperaturas não ocorrem no-

vos agrupamentos e assim os agrupamentos anteriores são repetidos. A segunda

alteração encarrega-se de eliminar estas repetições e armazenar no arquivo apenas

as linhas em cujas temperaturas aconteceram novos agrupamentos (ver Tabela 27).

Como pode ser observado na Tabela 27, uma repetição ainda é mantida, isto acontece

porque, por convenção, preferiu-se manter nos arquivos de saı́da os agrupamentos

das temperaturas mais baixa e mais alta, para facilitar a representação durante o

processamento da interface. Mesmo sendo mantida esta repetição, o ganho no ar-

mazenamento é considerável e a simplicidade da estrutura do arquivo de saı́da é

mantida.

Outra modificação introduzida digna de menção foi a eliminação dos ı́ndices que

representam a temperatura e seus respectivos valores onde, para cada linha, o ar-

quivo alterado só apresenta os grupos associados a cada indivı́duo.

0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
0 0 0 0 0 0 2 1 1 0 0 2 2 1 0 0 2 1 1 0 0 0 0 0 0
0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0

Tabela 27: Arquivo com extensão .LAB adaptado.

O programa SPC apresenta uma limitação que também foi retirada, ela refere-se

ao número de grupos armazenados nos arquivos. Este número de grupos é fixo, ou
seja, é uma constante configurada no código fonte do programa. Esta restrição no

número de grupos não era interessante para os objetivos da interface, cujo intuito é

mostrar todos os agrupamentos realizados. Com o número reduzido de grupos isso

não era possı́vel, uma vez que a hierarquia dos agrupamentos não era mostrada.

Essa mudança tornou os arquivos de saı́da mais completos, ou seja, eles passaram a

armazenar as informações de todos os agrupamentos realizados.

O segundo arquivo, de extensão .DG 01, também teve sua ordem de armazena-



87

mento invertida e as informações redundantes eliminadas. Nele houve um acréscimo

de informações sobre os agrupamentos e as propriedades usadas na geração do ar-

quivo com extensão .DATA. Cinco novos parâmetros foram introduzidos nas primeiras

linhas desse arquivo, são eles:

1. número de atributos da imagem utilizados na geração do arquivo .DATA;

2. ı́ndices dos atributos utilizados na geração do arquivo .DATA;

3. número de temperaturas onde ocorreram novos agrupamentos;

4. total de grupos gerados durante o agrupamento;

5. número de indivı́duos utilizados nos agrupamentos.

Os atributos da imagem representam os componentes ou bandas que definem a

imagem. Quando esta quantidade é � , por exemplo, pode-se representar uma ima-

gem colorida pelo sistema RGB. Como o algoritmo implementado para construção

da matriz de dissimilaridade permite a escolha dos atributos que serão utilizados na

construção da mesma, estes atributos podem ser identificados pela interface e infor-

mados ao usuário. Para isto, os atributos devem ser fornecidos aos arquivos de saı́da.

O primeiro parâmetro indica a quantidade destes atributos enquanto o segundo in-

forma os ı́ndices que representam os atributos utilizados. O terceiro parâmetro in-

dica a quantidade de temperaturas às quais os respectivos agrupamentos exibem

alguma modificação, ou seja, o número de temperaturas a serem armazenadas no

arquivo. O quarto parâmetro descreve a quantidade total de grupos formados, e o

último parâmetro indica a quantidade total de pixels da imagem. A Tabela 28 ilustra

o arquivo com extensão DG 01 com as adaptações necessárias à interface implemen-

tada, dado que o arquivo original está ilustrado na Tabela 19 (página 80).

3
0 1 2
3 3 25
4 0.02000 16 5 4
1 0.00500 16 5 4
0 0.00000 25 0 0

Tabela 28: Arquivo com extensão DG 01 alterado.

5.2.3 Segmentação de Imagens

O programa SPC define os vizinhos de um indivı́duo (pixel) através do algoritmo

KNN (K-Nearest Neighbour). Este critério de vizinhança encontra os vizinhos através de

medidas de proximidade. Este fato acarreta nos problemas comentados na Seção 4.1.2

(página 69): a descoberta dos vizinhos é realizada no espaço das caracterı́sticas e não
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no domı́nio espacial. Quando o critério envolve apenas as caracterı́sticas, a conecti-

vidade entre os pixels de um segmento pode ser afetada. Quando o domı́nio espacial

é estabelecido, esta propriedade é garantida, visto que os agrupamentos só ocorrem

entre pixels próximos espacialmente.

Como a técnica KNN está baseada no domı́nio das caracterı́ticas, deve-se atribuir

o domı́nio espacial em alguma parte do seu processo. Isto pode ser realizado na

construção da matriz de dissimilaridade (entrada do KNN no programa), visto que o

critério de vizinhança espacial pode ser aplicado na mesma (ver Seção 5.2.1). Ao

mesmo tempo, esta alternativa não garante que os vizinhos encontrados pelo método

sejam os ideais segundo o domı́nio espacial. Como o arquivo de dados otimizado apli-

ca o critério de vizinhança- � ou vizinhança- � à matriz de dissimilaridade construı́da,

a técnica utilizada pelo programa pode ser aplicada à segmentação de imagens.

Outro fator que influencia a utilização desta técnica é o seu custo computacio-

nal. No KNN, para cada pixel devem ser encontrados
�

vizinhos mais próximos se-

gundo alguma medida de proximidade. No programa SPC, este processo já possui

uma otimização, dado que a medida de proximidade já foi calculada pela entrada do

algoritmo ser uma matriz de dissimilaridade. Porém, só a descoberta dos
�

vizinhos

torna-se um processo custoso quando o volume de dados é grande. Como as imagens

são conjuntos de dados de grande volume, a utilização desta técnica torna a execução

do SPC bastante lenta. Se o critério de vizinhança estabelecido fosse fixo, como é o

caso de vizinhança- � ou vizinhança- � , a descoberta dos vizinhos sofreria uma redução
bastante significativa no tempo de execução.

Diante das desvantagens encontradas na utilização de algoritmo KNN para a seg-
mentação de imagens, o programa SPC sofreu alterações no seu critério de vizinhança:

foi implementada a vizinhança- � como critério adicional para o cômputo das dissimila-

ridades. Como descrito anteriormente, os critérios de vizinhança considerados nesta

dissertação são os de vizinhança- � e vizinhança- � . Segundo a Seção 2.1.4 (página 29),

a vizinhança- � contém a vizinhança- � , por isto ela foi escolhida na implementação.

Após essas alterações no SPC e arquivos associados ao mesmo, o projeto e imple-

mentação da interface puderam ser iniciados. Estas fases são descritas nas próximas

seções.

5.3 Interface

A versão acadêmica do programa SPC, como descrito na Seção 5.1, apesar de

apresentar bons resultados e ser eficiente na realização dos agrupamentos de da-

dos, não permite uma interação simples e amigável a qualquer usuário. Quando o

conjunto de dados possui um grande volume de dados, a manipulação do mesmo se

torna muito trabalhosa ou até inviável. Em particular, no caso de imagens, há a ne-

cessidade de um pós-processamento, visto que os resultados obtidos são impossı́veis
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de serem entendidos só pela análise dos arquivos de saı́da. Para facilitar toda essa

manipulação, foi desenvolvida uma interface amigável que procura extrair uma va-

riedade de informações para a análise completa dos resultados provenientes do SPC.

A interface foi desenvolvida em IDL e ENVI (ver Seções 1.3.1 e 1.3.2, página 20). A

escolha dessa linguagem e software foi feita visto as vantagens encontradas, onde al-

gumas delas são: facilidade na manipulação de imagens, muitos recursos estatı́sticos

e na manipulação de matrizes. Enquanto esta dissertação trabalhou com um sis-

tema aplicado à segmentação de imagens, em Oliveira (2004), tem-se uma aplicação

a dados com atributos multivariados como, por exemplo, da estatı́stica, biologia e

outros.

O desenvolvimento de uma interface amigável para o programa SPC é uma maneira

de verificar a nova técnica de agrupamento de dados e, mais ainda, de permitir um

maior aproveitamento dos resultados obtidos e da maneira mais simples possı́vel.

Buscando antigir essa simplicidade e esse maior aproveitamento, foi realizada uma

análise dos resquisitos do sistema, com o objetivo de definir a priori tudo o que seria

necessário para o desenvolvimento de uma interface amigável, completa e simples de

usar por qualquer usuário.

Para realizar essa análise foi utilizada uma abordagem mista, envolvendo fer-

ramentas de modelagem de objetos (ver Furlan 1998) e de análise essencial (ver

Pompilho 2002, Yourdan 1990), para exibir de maneira clara o significado de cada

função componente do sistema.

As próximas seções exibem tanto a análise dos requisitos e suas funções, enfo-

cando os eventos do sistema, quanto a implementação do sistema com base na seção
de análise.

5.3.1 Análise e Projeto dos Requisitos

A especificação de requisitos para o desenvolvimento de uma interface é uma

tarefa complicada, uma vez que interfaces são orientadas por eventos, que é um me-

canismo conhecido como estı́mulo/resposta, ou seja, o usuário produz um estı́mulo

dependendo de sua necessidade e dos recursos disponibilizados pela interface e esta,

por sua vez, emite uma resposta ou realiza algum processamento. A parte compli-

cada de se trabalhar com sistemas baseados em eventos é especificar o que será e o

que não será útil para os usuários que utilizarão o sistema, sem confundı́-los com a
inserção de opções desnecessárias.

Podemos classificar os eventos em três tipos diferentes, são eles:

Evento orientado por fluxo de dados: é aquele em que o estı́mulo é a chegada ao

sistema de um fluxo de dados enviado por uma entidade externa.

Evento orientado por controle: é aquele em que o estı́mulo é a chegada ao sistema
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de um fluxo de controle, por exemplo a ativação de alguma variável binária.

Evento orientado por tempo: é aquele em que o estı́mulo é a chegada ao sistema da

informação de haver passado um determinado intervalo de tempo.

A implementação da interface foi baseada na análise de seus eventos e no con-

trole do sistema. Como dito antes, a metodologia utilizada para realizar a análise

corresponde a técnicas e ferramentas de análise essencial e de modelagem orientada
a objetos. A análise essencial envolve três abordagens, das quais apenas duas são

usadas aqui, são elas as abordagens funcional e de controle. No inı́cio da análise

do sistema aqui proposto foi utilizada uma sobreposição das técnicas de análise es-

sencial e de modelagem de dados, definindo o sistema a partir de suas funções e

representando esse comportamento através de diagramas de respostas a eventos e

diagramas de caso de uso. Uma visão mais geral do sistema pôde ser obtida a partir

da modelagem de objetos, exibindo as interações do usuário com os módulos/funções

componentes do sistema e as interações entre elas próprias.

A Tabela 29 exibe uma lista de eventos do sistema classificando-os da seguinte

maneira:2 (F) - Evento orientado por fluxo de dados2 (T) - Evento temporal2 (C) - Evento orientado por controle

Estes eventos são considerados os requisitos principais do sistema e é a partir

deles que decorre todo desenvolvimento do projeto.

Número Nome Tipo� Abrir imagem (F)� Fechar imagem (C)� Visualizar imagem (C)� Fornecer MDA (C)� Gerar MD (C)� Selecionar Algoritmo Agrupamento (F)3 Visualizar imagem segmentada (F)� Gerar dendrograma (F)� Procurar grupos (F)�EB Gerar animações (F)

Tabela 29: Principais eventos do sistema.

Os eventos da Tabela 29 representam as principais funções do sistema, dentre

estes destacam-se os eventos com numeração � , 3 , � , � e �EB , que são responsáveis pela

integração do módulo principal do sistema com os módulos de análise multivariada

dos dados, visualização da imagem segmentada, dendrogramas, procurar grupos e
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Figura 21: Caso de uso geral para o Sistema Proposto.

geração de animações, repectivamente. De uma maneira geral o sistema pode ser

representado como na Figura 21.

De acordo com o diagrama de caso de uso apresentado na Figura 21, pode-se

verificar que o usuário e o programa SPC são as únicas entidades externas (atores)

que se comunicam com a interface do sistema. Investigando esta interface, podemos

representar, de uma forma mais detalhada, as funções do sistema de acordo com a

Figura 22 (página 92).

As funções apresentadas na Figura 22 são descritas nas próximas seções, bem

como as ações geradas para acioná-las e suas respostas aos estı́mulos gerados.

Abrir Imagem

Esta função dá inı́cio a todas as operações fornecidades pela interface, uma vez

que ela permite a abertura do arquivo de dados (imagem) para a interface.

Após a abertura do arquivo, alguns dados da imagem são exibidos ao usuário que

então pode manipulá-los. Como apresentado no diagrama de resposta ao evento da

Figura 23 (página 93), os dados são armazenados temporariamente em uma estrutura

para melhorar a eficiência de sua manipulação.

No diagrama da Figura 23, podemos observar dois depósitos de dados. O primeiro,

ARQUIVO.IMG, representa o arquivo em disco, ou seja, o arquivo que está sendo aberto

pelo usuário. O TEMPORÁRIO representa o armazenamento temporário do conteúdo de

ARQUIVO.IMG, para facilitar a manipulação e exibição para o usuário, uma vez que

todas as operações realizadas a partir da abertura do arquivo de dados serão sobre o

armazenamento temporário.

Segundo a análise essencial, a ativação e a reação deste evento será na forma:

Estı́mulo: Escolha da opção abrir imagem.

Ações: Ler do arquivo selecionado.

Respostas: Exibição dos conteúdos da imagem na interface e armazenamento dessas

informações em uma estrutura.
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Figura 22: Caso de uso detalhado do sistema.
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Figura 23: Diagrama de Resposta ao Evento “Abrir Imagem”.

Figura 24: Diagrama de Resposta ao Evento “Visualizar Imagem”.

Fechar Imagem

Esta função é responsável pelo fechamento do arquivo ativo e pela liberação de
memória das unidades logicamente alocadas pelo sistema. A ativação e a reação

deste evento será na forma:

Estı́mulo: Escolha da opção fechar imagem.

Ações: Retirar os conteúdos da imagem exibidos na interface, desabilitar os eventos

e liberar da memória as unidades logicamente alocadas pelo sistema.

Respostas: Desabilitação das funções principais e informações exibidas na interface,

e liberar memória alocada.

Visualizar Imagem

A interface fornece uma exibição simples e pequena da imagem. Para ter uma

visão mais detalhada, existe a opção “Visualizar Imagem”. Esta função permite uma

visualização da imagem de forma colorida ou em nı́veis de cinza. A exibição dependerá

das bandas escolhidas para cada indicação das componentes do sistema RGB. A

Figura 24 ilustra esta operação.

No evento, a ativação e reação são realizadas da seguinte forma:

Estı́mulo: Escolha da opção visualizar imagem.
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Figura 25: Diagrama de Resposta ao Evento “Fornecer MDA”.

Ações: Obter as bandas especificadas em cada componente do sistema RGB. Compor

a imagem pelas bandas selecionadas.

Respostas: Exibição da imagem.

Fornecer MDA

MDA significa “Análise de Dados Multivariados” e esta função faz uma ligação entre

o módulo principal e o módulo de análise multivariada que compreende duas etapas:

brushplot e análise descritiva. A primeira etapa do módulo MDA disponibiliza funciona-

lidades como visualização dos dados através de histogramas e scatterplots. A segunda

etapa faz uma análise descritiva dos dados.

O diagrama de resposta ao evento “Fornecer MDA” é apresentado na Figura 25
(página 94). Esta é uma função simples que realiza o armazenamento das bandas

que serão utilizadas na análise dos dados e cria o módulo MDA em função das opções

escolhidas. Ele retorna ao usuário o acesso ao módulo de análise multivariada, que

contém funções especı́ficas do gráfico exibido. A Tabela 30 (página 95) exibe um

resumo dessas funções.

No evento, a ativação e reação são realizadas da seguinte forma:

Estı́mulo: Escolha da opção fornecer MDA.

Ações: Construção da análise multivariada.

Respostas: Exibição da análise multivariada.
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Função Descrição
Selecionar Bandas Seleção das variáveis que farão parte dos gráficos
Configurar Gráficos Configuração do modo de exibição do gráfico, por

exemplo um scatterplot pode ter seus dados lo-
garitmicamente transformados para uma melhor
visualização. Definida na opção Brushplot

Salvar Gráfico Salva o gráfico corrente em um arquivo com formato
.EPS. Definida na opção Brushplot

Análise Descritiva Exibe valores estatı́sticos calculados com base no
conjunto de dados

Tabela 30: Sub-funções da função “Fornecer MDA”.

Figura 26: Diagrama de Resposta ao Evento “Gerar MD”.

Gerar MD

A partir desta função é possı́vel gerar a matriz de dissimilaridade. Algumas

informações a serem utilizadas devem ser definidas no cálculo da matriz, como as

bandas, a métrica e o critério de vizinhança. A saı́da da função é um arquivo com

extensão .DATA, como o exemplo na Tabela 25 (página 85). A Seção 5.2.1 explica

a estrutura deste arquivo. O usuário é informado pela interface quando o processo

termina. O diagrama de resposta ao evento é apresentado na Figura 26.

Para calcular uma matriz de dissimilaridade, duas opções de métricas são ofereci-

das, são elas: Canberra e Minkowski (ver Seção 2.3). Se Canberra for escolhida, então

a matriz de dissimilaridade será gerada imediatamente após a escolha. Caso Min-

kowski seja escolhida, é necessária a seleção de um valor para o parâmetro “ Ô ”. Este

parâmetro é utilizado na equação da distância de Minkowski e especifica a equação
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Figura 27: Diagrama de Resposta ao Evento “Selecionar Algoritmo Agrupamento”.

da distância a ser utilizada para a obtenção das dissimilaridades.

Como explicado na Seção 5.2.1, para aplicar a segmentação de imagens ao pro-

grama foi inserido o critério de vizinhança no cálculo da dissimilaridade. Os critério

de vizinhança disponibilizados são vizinhança- � e vizinhança- � .
O evento realiza a ativação e reação da seguinte forma:

Estı́mulo: Escolha da opção gerar MD.

Ações: Construção da matriz de dissimilaridade a partir das informações obtidas.

Respostas: Armazenamento da matriz em arquivo e mensagem de término do proce-

dimento ao usuário.

Selecionar Algoritmo Agrupamento

Este evento tem a função fornecer a seleção do algoritmo de agrupamento hie-

rárquico a ser utilizado e, após esta escolha, executá-lo. Este fato o torna extensı́vel

a outros algoritmos de agrupamento hierárquico. Desde que estes algoritmos pos-

suam as entradas e saı́das apresentadas nas Seções 5.2.1 e 5.2.2. Porém, para esta

dissertação, só foi aplicado o programa SPC e as explicações serão feitas de acordo

com o que foi implementado nela.

O diagrama da Figura 27 mostra que a função para gerar agrupamentos envolve

outras duas funções: a de geração do arquivo de informação com extensão .RUN e a

execução do SPC.

A primeira função, “Gerar Arquivo .run”, recebe dados do usuário (ver Tabela 16,

página 77) para montar o arquivo de informações, que é armazenado fisicamente em

disco e servirá como parâmetro para o SPC. Após a criação do arquivo .RUN, a função

chama o procedimento que executa o SPC, que se encarrega de ler as informações

armazenadas no .RUN e ler a matriz de dissimilaridade armazenada no arquivo.DATA.
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Figura 28: Diagrama de Resposta ao Evento “Visualizar Imagem Segmentada”.

Os arquivos de saı́da do SPC estão representados pelo arquivo de saı́da, chamado

de AGRUPAMENTOS do diagrama ilustrado na Figura 27 (página 96). Estes arquivos

são explicados na Seção 5.2.2. Uma mensagem é mostrada quando a execução do

programa é encerrada.

O evento realiza a ativação e reação da seguinte forma:

Estı́mulo: Escolha da opção selecionar algoritmo de agrupamento.

Ações: Gerar o arquivo .RUN (entrada do programa) e executar o SPC.

Respostas: Arquivos de saı́da e mensagem de término do procedimento ao usuário.

Visualizar Imagem Segmentada

A imagem segmentada pode ser visualizada por esta função. Para acessá-la, o

usuário deve escolher o arquivo a ser utilizado. Os arquivos a serem escolhidos são

os arquivos de saı́da gerados pelo SPC: .DG 01 e .LAB (ver Seção 5.1).

Como ilustrado no diagrama da Figura 28. Quando o usuário escolhe os arquivos,

representados por AGRUPAMENTOS, há um procedimento que lê estes arquivos e monta

uma estrutura para manipulação dos agrupamentos gerados. A estrutura é um ar-

mazenamento temporário para facilitar a manipulação dos agrupamentos a qualquer
temperatura e grupo, além do acesso se tornar mais rápido. Esta estrutura é montada

para todas as outras opções de visualização dos resultados.

Após a montagem da estrutura, algumas informações devem ser definidas: banda,
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tipo de exibição e temperatura. A banda e a temperatura definem qual a banda exibida

e qual hierarquia de agrupamento mostrar. Existem dois tipos de exibição da imagem:

completa e por contorno. A exibição completa define uma cor a cada segmento. Já a

exibição por contorno define uma cor para os contornos de cada segmento.

O procedimento de visualizar imagens une todas as informações obtidas, com

as informações armazenadas em ESTRUTURA e os dados da imagem em TEMPORÁRIO

para exibir a imagem segmentada. No evento, a ativação e reação são realizadas da

seguinte forma:

Estı́mulo: Escolha da opção visualizar imagem segmentada.

Ações: Montar estrutura e obter banda, tipo e temperatura. Compor a imagem seg-

mentada.

Respostas: Exibição da imagem segmentada.

Gerar Dendrograma

A função de Gerar Dendrograma fornece o módulo “Dendrogramas”. Este módulo

exibe os agrupamentos realizados pelo SPC sob a forma de dendrogramas (ver o

Capı́tulo 2). As funções principais deste módulo estão descritas na Tabela 31, en-

quanto o diagrama na Figura 29 (página 99) apresenta a estrutura básica deste

evento.

Função Descrição
Montar estrutura Lê os arquivos de saı́da do SPC e monta a

estrutura a ser utilizada na construção dos
dendrogramas

Gerar Dendrograma A exibição do dendrograma pode ser feita
de três maneiras: completa, por tempera-
tura e por indivı́duo

Ativar Sensibilidade do
Gráfico

Ativa a sensibilidade do gráfico ao cli-
que do mouse, permitindo ao usuário a
interação com o dendrograma

Salvar Gráfico Salva o gráfico corrente em um arquivo
com formato .EPS

Tabela 31: Sub-funções da função “Gerar Dendrogramas”.

A sub-função “Gerar Dendrograma” controla a exibição do dendrograma ao usuário.

Isto pode ser feito de três maneiras:

completa: esta forma apresentará todo o dendrograma, sem restrições.

por temperatura: nesta forma, temperaturas devem ser escolhidas e apenas os agru-

pamentos realizados nessas temperaturas são exibidos no gráfico. As tempera-

turas são escolhidas através de componentes gráficas.
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Figura 29: Diagrama de Resposta ao Evento “Gerar Dendrograma”.

por regiões de interesse (ROIs): semelhantemente à forma por temperatura, as re-

giões devem ser criadas através de um recurso de edição gráfica. O dendrograma

exibido tem a mesma estrutura do completo, mas apresenta destaques para os

agrupamentos que contêm as ROIs.

Já a sub-função “Ativar Sensibilidade do Gráfico” é uma das funções mais inte-

ressantes disponibilizadas na interface, pois ela permitirá que o usuário interaja com

o dendrograma e, conseqüentemente, com os agrupamentos nele exibidos.

O objetivo dessa sub-função é fazer o usuário selecionar algum grupo em qualquer

parte do dendrograma. O padrão é o ponteiro do mouse apresentar a forma de uma

seta. Mas, quando este ponteiro está posicionado nas regiões do gráfico que indicam

os grupos, ele muda para a forma de cruz. Esta mudança indicará ao usuário que

naquela região, sob as condições de temperatura exibidas no dendrograma, aconteceu
um agrupamento. O usuário pode ainda clicar nessa região do gráfico, onde o pon-

teiro está sob a forma de cruz, e obter informações sobre a quantidade de indivı́duos

contidos naquele agrupamento e quais são aqueles indivı́duos, além de uma análise

estatı́stica envolvendo os dados e as variáveis do conjunto de dados. Essa função

é bastante útil em situações onde o conjunto de dados utilizado no agrupamento é

muito grande, impossibilitando uma visão apropriada das informações contidas no

dendrograma. Uma ilustração de todo este processo é exibida na seção posterior.

No evento, a ativação e reação são realizadas da seguinte forma:

Estı́mulo: Escolha da opção gerar dendrogramas.

Ações: Montar a estrutura dos agrupamentos a ser utilizada, obter o tipo de dendro-

grama selecionado e construı́-lo.

Respostas: Exibição do dendrograma ou salvá-lo em arquivo ou obtenção de infor-
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Figura 30: Diagrama de Resposta ao Evento “Procurar Grupo”.

mações sobre os grupos ilustrados no dendrograma.

Procurar Grupo

Esta função localiza e exibe os agrupamentos que contenham todas as regiões

definidas na pesquisa. É apenas mais uma opção para localização de grupos, podendo

estes serem visualizados através de imagens ou análises multivariadas.

A Figura 30 exibe o diagrama de resposta a este evento. Inicialmente, os arqui-

vos contendo os agrupamentos devem ser lidos, organizados e armazenados em uma
estrutura. Depois, escolhe-se as regiões de interesse (ROIs) e faz-se uma busca aos

grupos para cada temperatura. As temperaturas que tiverem agrupamentos com as

ROIs definidas são informadas. Em seguida, algumas informações como banda a ser

visualizada, tipo de exibição (por contorno ou completa) e temperatura a serem exi-

bidos os grupos são definidas. Após estas escolhas, o usuário pode selecionar qual

resultado quer visualizar: a imagem contendo os grupos pesquisados ou a análise

multivariada. As exibições dos resultados são realizadas de forma independente, po-

dendo os três serem analisados ao mesmo tempo.

O evento realiza a ativação e reação da seguinte forma:

Estı́mulo: Escolha da opção procurar grupo.

Ações: Montar a estrutura dos agrupamentos a ser utilizada, definir ROIs e informa-

ções de exibição dos resultados e realizar a busca dos grupos.

Respostas: Exibição imagens e análises multivariadas.
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Figura 31: Diagrama de Resposta ao Evento “Gerar Animações”.

Gerar Animações

Este evento é uma forma inovadora e intuitiva de se entender os agrupamentos

realizados pelo SPC. Ele provê animações com os grupos formados através de duas

possibilidades: segmentos formados a cada temperatura ou imagens segmentadas

diante da hierarquia estabelecida pelo programa.

O diagrama da Figura 31 ilustra a estrutura base deste evento. Como os outros

eventos de exibição dos resultados, ele necessita que os arquivos sejam disposto na

forma da estrutura estabelecida em ESTRUTURA. Com a estrutura montada, deve-se

escolher as informações necessárias à construção da animação: o tipo de animação

a ser feita, qual banda exibir e as temperaturas a serem utilizadas na animação. A

quantidade de temperatura dependerá do tipo de animação escolhido.

Definidas as informações básicas, pode-se criar as animações que podem ser sub-

divididas em duas funções ilustradas na Tabela 32.

Função Descrição
Grupos por temperatura Exibe a animação de todos os segmentos

presentes numa temperatura. Neste caso,
o programa só aceita a seleção de uma
temperatura

Temperaturas por algo-
ritmo

Exibe a animação das temperaturas sele-
cionadas para destacar o nı́vel de hierar-
quia estabelecido

Tabela 32: Sub-funções da função “Gerar Animações”.
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O evento realiza a ativação e reação da seguinte forma:

Estı́mulo: Escolha da opção gerar animação.

Ações: Montar a estrutura dos agrupamentos a ser utilizada, definir as informações

necessárias à contrução, construir a animação.

Respostas: Exibição das animações.

Nesta seção, pode-se ter uma análise do funcionamento da interface. A próxima

seção ilustra a interface implementada.

5.3.2 Implementação da Interface

A seção anterior analisou e descreveu de uma maneira textual o funcionamento

da interface proposta. Nesta seção será exibida essa interface, suas funções corres-

pondentes e as implementações realizadas.

Módulo Principal

O módulo principal da interface, exibido na Figura 32 (página 103), é responsável

por todas as funções ilustradas na Figura 22 (página 92). Estas funções podem ser

acessadas através de menus e botões para facilitar a interação com o usuário. A

seguir as principais opções fornecidas por este módulo são explicadas.

Menu File: Este menu apresenta três opções como ilustra a Figura 33 (página 103).

A opção Open realiza o evento “Abrir imagem” que exibe tanto uma representa-

ção da imagem quanto suas informações na interface. A opção Close realiza o

evento “Fechar Imagem”, retirando as informações exibidas na interface e libe-

rando as unidades lógicas ocupadas pela imagem. Estas duas opções podem ser

acessadas por seus respectivos botões na interface. A última opção deste menu

é a Exit, que fecha todo o programa.

Menu Options: É composto por oito opções como ilustra a Figura 34 (página 104).

Todas essas opções são também disponibilizadas através de botões que são de-

talhados mais adiante.

Opção Open: Esta opção corresponde ao evento de “Abrir Imagem” explicado na

Seção 5.3.1. Ela pode ser acessada tanto pelo menu File quanto pelo botão

padronizado de abrir arquivos. Quando esta opção é ativada, uma versão mini-

mizada da imagem é exibida, assim como algumas de suas informações. Além

disso, as opções principais da interface são habilitadas. A Figura 32 (página 103)

ilustra estas respostas do evento.
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Figura 32: Tela Principal da Interface.

Figura 33: Opção File do Menu Principal.
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Figura 34: Opção Options do Menu Principal.

Opção Close: Esta opção corresponde ao evento de “Fechar Imagem” explicado na

Seção 5.3.1. Ela pode ser acessada tanto pelo menu File quanto pelo botão de

exclusão (ver Figura 32, página 103). Quando esta opção é ativada, os dados

da imagem são retirados da interface e as opções principais da interface são

desabilitadas. A Figura 35 (página 105) ilustra estas respostas do evento.

Opção Show Image: Esta opção corresponde ao evento de “Visualizar Imagem” ex-
plicado na Seção 5.3.1. Ela pode ser acessada tanto pelo menu Options quanto

pelo botão na janela principal (ver Figura 32, página 103). Esta opção permite

ao usuário visualizar a imagem de forma colorida ou em nı́veis de cinza depen-

dendo das bandas selecionadas a cada componente do sistema RGB. Este tipo

de exibição foi baseado no software ENVI (ver Seção 1.3.2), onde na análise,

percebeu-se que as opções disponı́veis na apresentação da imagem (colorida ou

em nı́veis de cinza) pode ser simplificada. Esta redução de informações foi ap-

licada à janela considerada principal deste evento (Figura 36(a), página 105).

Incialmente, as bandas devem ser selecionadas pela janela principal no evento.

Após a ativação do botão Show, a janela secundária (Figura 36(b)) é disponibi-

lizada. Diante de pesquisas realizadas nas componentes gráficas apresentadas

pelo IDL, chegou-se a janela secundária apresentada na Figura 36(b). Esta ja-

nela é bem flexı́vel, fornecendo zoom, cópia da imagem, impressão, além de

edição através de linhas, retângulos e textos. Há um controle para fechar as

janelas, onde a janela secundária é eliminada quando a principal é fechada.

Opção Multivariate Data Analysis: Esta opção realiza a ligação entre o módulo

principal e o módulo MDA. Ela pode ser acessada tanto pelo menu Options
quanto pelo botão na janela principal (ver Figura 32). O módulo MDA está des-

crito nesta seção.

Opção Dissimilarity Matrix: Esta opção corresponde ao evento de “Gerar MD” ex-

plicado na Seção 5.3.1. Ela tem como objetivo construir a matriz de dissimilari-

dade. O acesso a este evento pode ser realizado tanto pelo menu Options quanto
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Figura 35: Resultados da Opção Close do Módulo Principal.

(a) (b)

Figura 36: Opção Show Image do Módulo Principal: (a) janela principal e (b) janela
secundária.
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Figura 37: Opção Dissimilarity Matrix do Módulo Principal.

pelo botão na janela principal (ver Figura 32, página 103). Quando isto ocorre,

a janela da Figura 37 é aberta.

Para a construção da matriz de dissimilaridade algumas informações devem ser

definidas. A escolha das bandas informam os atributos a serem calculados pela

métrica escolhida. O usuário pode escolher entre duas métricas: Minkowski e

Camberra (ver Seção 2.3). Se a opção Minkowski for a escolhida, opção “r” Value
na janela é ativada para que o usuário determine o valor do parâmetro Ô . Este

parâmetro especifica a equação da distância a ser utilizada para a obtenção das

dissimilaridades. Alguns casos especiais são a distância Euclidiana ( Ô>�Ð� ) e

distância Manhattan ( Ô���� ). Se a opção Camberra for escolhida, opção “r” Value
na janela é desabilitada. Além disso, para aplicar a segmentação de imagens ao

SPC (ver Seção 5.2.1) há a necessidade de se utilizar um critério de vizinhança.

A interface disponibiliza a vizinhança- � e vizinhança- � .
Após definidas as opções disponibilizadas pela janela, pode-se clicar no botão

generate para criar o arquivo contendo a matriz de dissimilaridade. Este arquivo

de entrada do SPC é criado após escolha do seu nome e indicação de caminho.

Com o término deste processamento, uma mensagem é exibida ao usuário.



107

(a) (b)

Figura 38: Opção Clustering Algoritms do Módulo Principal: (a) janela principal e (b)
janela de execução do SPC.

Opção Clustering Algoritms: Realiza a ligação entre o módulo principal e o pro-

grama SPC. Esta opção corresponde ao evento “Selecionar Algoritmo Agrupa-

mento” (ver Seção 5.3.1). Ela pode ser acessada tanto pelo menu Options quanto

pelo botão na janela principal (ver Figura 32, página 103). Quando esta opção

é acessada, uma janela é disponibilizada (Figura 38(a)) para definidir os parâ-

metros a serem armazenados no arquivo .RUN. Após acionar o botão Run, é

solicitado ao usuário que escolha um arquivo com extensão .DATA. Este arquivo

deve conter uma matriz de dissimilaridade válida. A janela da Figura 38(b) é

exibida em seguida. Ela mostra a chamada feita ao programa SPC e os seus

resultados, ou seja, os agrupamentos sendo realizados.

Quando o usuário aciona o botão Run, o sistema internamente chama a execução

do SPC através do comando abaixo. Este código no IDL integra um executável ao

sistema desenvolvido:

spawn , ’SW ’ + file,

onde SW é o nome do executável do programa SPC e file é o nome do arquivo .RUN

que será executado. O procedimento do IDL, spawn, executa um comando ou

uma série de comandos e tem como opção a possibilidade de exibir uma janela

shell ou não. No exemplo apresentado o shell foi exibido para ilustração.

Opção Show Segmented Image: Esta opção realiza a ligação entre o módulo prin-

cipal e o módulo imagem segmentada. Ela pode ser acessada tanto pelo menu

Options quanto pelo botão na janela principal (ver Figura 32, página 103). O

módulo imagem segmentado é apresentado nesta seção.

Opção Dendrograms: Esta opção realiza a ligação entre o módulo principal e o mó-

dulo dendrograma, que será detalhado mais adiante. Ela pode ser acessada
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tanto pelo menu Options quanto pelo botão na janela principal (ver Figura 32,

página 103).

Opção Search Cluster: Esta opção pode ser executada tanto pelo menu Options
quanto pelo botão na janela principal (ver Figura 32). Ela realiza a ligação entre

o módulo principal e o módulo procurar grupo, que é detalhado mais adiante.

Opção Hierarchical Clustering Animation: Esta opção pode ser executada tanto

pelo menu Options quanto pelo botão na janela principal (ver Figura 32). Ela

realiza a ligação entre o módulo principal e o módulo animação, cujas descrições

são apresentadas mais adiante.

As próximas subseções apresentam os outros cinco módulos do sistema, são eles:

MDA, imagem segmentada, dendrogramas, procurar grupos e o animação.

Módulo MDA

A Figura 39(a) (página 111) apresenta a tela principal do módulo MDA. Este módulo

corresponde ao evento “Fornecer MDA” (ver Seção 5.3.1) e realiza uma análise multi-

variada dos dados presentes na imagem através de duas formas: brushplot e análise

descritiva. Os botões Brushplot e Descriptive Statistics só são habilitados quando pelo

menos uma banda é selecionada.

Quando ativado o botão Brushplot a janela da Figura 40 (página 112) é exibida.

O gráfico apresentado nesta janela é um brushplot em sua forma triangular. Este

apresenta em sua diagonal principal os histogramas correspondentes às bandas se-

lecionadas na Figura 39(a). Nas outras posições do brushplot são apresentados os

scatterplots, que são gráficos de correlação entre as bandas selecionadas.

São disponibilizadas também opções de configuração para esses gráficos. Para

os histogramas é possı́vel configurar o tipo e o valor do bin a ser apresentado; o

tipo e a largura da linha do gráfico (pontilhada, tracejada, etc.); o tipo, a largura e o

tamanho da fonte; e o tipo e a largura dos eixos dos histogramas (ver Figura 39(b),

página 111). Para os scatterplots também é possı́vel configurar o tipo e a largura dos

eixos; o tipo, a largura e o tamanho da fonte; o tipo e o tamanho do sı́mbolo a ser
exibido nos gráficos, tais como ponto, asterisco, sinal de somar, diamante etc.; e o

tipo da variável, na forma normal ou logaritmica (ver Figura 39(c)).

Outra opção disponibilizada é a de análise descritiva (ver Figura 41 na pági-

na 113). Através dessa opção são exibidas várias quantidades estatı́sticas para as

bandas selecionadas na janela principal deste módulo. Essas quantidades estão des-

critas a seguir:

Média Aritmética: É uma medida de localização que informa o valor central da a-

mostra e obtém-se a partir da seguinte expressão: �Ë�� �Â Ù Â�®Ê¯� Ë � , onde Ë � repre-



109

senta o elemento da amostra e » a sua dimensão.

MAD: Define-se desvio médio absoluto (MAD) para uma série de » elementos da amos-

tra como sendo a média aritmética simples dos módulos dos desvios desses »
elementos. É dado por: �,#I�ý� �Â Ù Â�®Ê¯� Í Ë � H��Ë Í .

Mediana: Dado que elementos da amostra estejam ordenados, a mediana é o valor
(pertencente ou não à amostra) que a divide ao meio, isto é, �³B�� dos elemen-

tos da amostra são menores ou iguais à mediana e os outros �³B�� são maiores

ou iguais à mediana. Dada a notação Ë{�X� Âm$fË � � Âq$EDEDEDF$fËqÂ~� Â para os elementos da

amostra ordenada, tem-se a seguinte expressão para o cálculo da mediana:� ü ´ RU�W»¶���×Ö Ë��0���V � Â se » é ı́mpar,�� PSË � V � Â ¸ Ë � V ¯�X� Â V se » é par.

Máximo e Mı́nimo: o maior e menor valor, respectivamente, do conjunto de dados.

Variância: é uma medida da variabilidade dos dados em torno da média. É dada por:7 � � �Â«¬y� Ù Â�®Ê¯� PSË � H��ËyV � .
Desvio Padrão: é uma medida da variabilidade ou dispersão com as mesmas unida-

des que os dados. É dada por: 7O� º 7 � . Quanto maior for o valor de 7 , mais

dispersos são estes dados. Se 7,�bB , então não existe variabilidade, isto é, os
dados são todos iguais.

CV: O fato do desvio padrão ser expresso na mesma unidade dos dados limita o

seu emprego quando deseja-se comparar duas ou mais séries de valores, re-

lativamente à sua dispersão ou variabilidade, quando expressas em unidades

diferentes. Para contornar esta dificuldade, pode-se caracterizar a dispersão ou

variabilidade dos dados em termos relativos a seu valor médio. Esta medida é

denominada de CVP (Coeficiente de Variação de Pearson), sendo definida pela

expressão: ���"� ! �Û .
Coeficiente de Assimetria: mede o grau de simetria entre os pontos à esquerda e à

direita do ponto central. É obtida a partir do terceiro momento central. É dada

por: 7 � ü�� »�üF¼F¼�� �Â Ù Â�®Ê¯� P Û Ü ¬ �Û! V � .
Curtose: mede o grau de achatamento de uma distribuição. É obtida a partir do

quarto momento central. Dada por: MU*qÔ³���e¼rR�¼)� �Â Ù Â�®Ê¯��� P Û Ü ¬ �Û! V ª H<�9� .
Matriz de correlação: é uma matriz quadrada, simétrica que informa a dispersão

entre dados multivariados. Em cada posição PSRg$UTWV da matriz, o coeficiente de

correlação entre dados bivariados PSË Ã $X� Ã V é informado. O coeficiente de correlação

entre duas amostras, denominado Ô , é dado por:Ô+� 7����º 7��t� º 7��|� $
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thisDevice = !D.Name

Set Plot, ’PS’

Device,FileName=file,xsize=8,ysize=8,/inches,
xoffset=2.25,yoffset=3.5,/ENCAPSULATED

IlustraBrushplot, Nstruct, event.id, val3,0

Device, /Close File

Set Plot, thisDevice

Tabela 33: Recurso IDL para salvar imagem com extensão .EPS.

onde 7������ Ù Â�®Ê¯� PSËq�ÎH��ËyVnP��e�mH���|V . Para as posições localizadas na diagonal da

matriz, este valor é � , visto que será um dado do tipo PSË Ã $fË Ã V .
Ainda é disponibilizada na interface uma opção para salvar os brushplots gerados

no formato .EPS. Quando o usuário aciona o botão Save, o sistema internamente

executa o procedimento descrito na Tabela 33. Este recurso fornecido pelo IDL facilita

a criação de arquivos em .EPS. A primeira linha desse procedimento armazena na

variável thisDevice o nome do dispositivo ativo. !D é um variável do sistema e equivale

a uma estrutura que contém informações sobre os gráficos correntes do dispositivo de

saı́da. O seu campo Name guarda uma cadeia de caracteres que representa o nome

do dispositivo ativo.

O procedimento Set Plot, cuja sintaxe é : SET_PLOT, Device, determina o dis-

positivo de saı́da usado pelos procedimentos gráficos do IDL. Para salvar no formato

.EPS, o dispositivo especificado é o ’PS’, representando o formato PostScript. O passo

seguinte é definir as caracterı́sticas do dispositivo ’PS’ especificado através do pro-

cedimento:

Device,FileName=file,xsize=8,ysize=8,/inches,xoffset=2.25 $

,yoffset=3.5,/ENCAPSULATED

Este procedimento define caracterı́sticas do dispositivo como o nome do arquivo

onde os gráficos serão salvos, o seu tamanho e o seu formato, nesse caso especı́fico

ENCAPSULATED, para o formato .EPS. Em seguida o brushplot é ilustrado, mas agora

em outro dispositivo, no caso em um arquivo .EPS e não mais no dispositivo de saı́da

padrão, a tela do computador.

As duas últimas linhas do procedimento retornam o controle para o dispositivo de

saı́da padrão, anteriormente armazenado na variável thisDevice.
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(a)

(b) (c)

Figura 39: Módulo MDA: (a) janela principal, (b) janela de configuração dos histo-
gramas e (c) janela de configuração dos scatterplots.
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Figura 40: Janela Brushplot do Módulo MDA.
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Figura 41: Janela de análise descritiva do Módulo MDA.
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Módulo Imagem Segmentada

Este módulo corresponde ao evento “Visualizar Imagem Segmentada” explicado na

Seção 5.3.1. Ele exibe os resultados obtidos pelo programa SPC através dos segmentos

encontrados nestes resultados e que compõem a imagem. A janela principal deste

módulo é a apresentada na Figura 42(a).

(a) (b)

(c) (d)

Figura 42: Módulo Imagem Segmentada: (a) janela principal, (b) imagem segmentada
com temperatura de valor baixo, (c) janela de exibição com exemplo de segmentos
completos e (d) janela de exibição com exemplo de segmentos por contorno.

Para visualizar a imagem segmentada, três opções devem ser selecionadas: a

banda a ser exibida, o tipo de apresentação dos segmentos e a temperatura cuja

composição define a imagem segmentada. Quando na janela principal a opção full
em type é selecionada, todos os pixels de cada segmento são definidos por uma cor

e a junção de todos os segmentos compõem a imagem (ver Figura 42(c)). Quando

a opção contour é selecionada, só os contornos de um segmento são coloridos como

ilustra a Figura 42(d).

Como explicado na Seção 3.6, a baixas temperaturas os resultados tendem a for-
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mar um único segmento. A Figura 42(b) apresenta a imagem segmentada com a opção

full e a temperatura mais baixa, ou seja, de valor BCD½B . A medida que a temperatura au-

menta, a quantidade de grupos (segmentos) nesta imagem tenderá a aumentar, como

é o caso da Figura 42(c).

Módulo Dendrograma

O módulo Dendrograma é representado pela tela da Figura 43 e apresenta suas

principais sub-funções na Tabela 31 (página 98). Seu objetivo principal é exibir os

resultados obtidos com o programa SPC em forma de dendrogramas, ou seja, exibir

hierarquicamente os agrupamentos.

Como visto na Seção 2.6, dendrogramas são diagramas bidimensionais que ilus-

tram as fusões ou divisões que acontecem com o conjunto de dados, baseado em

alguma técnica. Os dendrogramas desse projeto apresentam no eixo horizontal os

indivı́duos (pixels) que serão agrupados e no eixo vertical as temperaturas nas quais

ocorrerem os agrupamentos.

Figura 43: Tela do Módulo Dendrograma.

A legenda apresentada na Figura 43 exibe os indivı́duos na ordem em que eles
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aparecem no dendrograma. Isto é necessário porque se os verdadeiros nomes dos

indivı́duos fossem exibidos no gráfico haveria uma grande confusão em qualquer con-

junto de dados consideravelmente grande. Para resolver esse problema, ı́ndices foram

atribuı́dos aos indivı́duos e estes são mostrados no dendrograma.

Uma outra caracterı́stica desse módulo é a disponibilidade de três tipos de opções

para a visualização dos dendrogramas, são elas: Complete, Temperature e Regions of
Interest. Na opção Complete (ver Figura 43, página 115), o dendrograma é comple-

tamente exibido sem restrições, ou seja, ele é exibido com todos os agrupamentos e

todas as temperaturas nas quais ocorreram agrupamentos.

A opção Temperature permite a visualização dos agrupamentos que aconteceram

a determinadas temperaturas. Ao escolher esta opção, a janela da Figura 44(a)

(página 117) é exibida para que o usuário selecione as temperaturas desejadas para

fazerem parte do dendrograma. A opção Show desta mesma figura aplica as condições

estipuladas, ou seja, constrói o dendrograma na janela da Figura 43 somente com as

temperaturas desejadas.

A última opção é a Regions of Interest que exibe a janela da Figura 44(b) para

que o usuário selecione as regiões de interesse na imagem. Estas regiões também

são chamadas de ROIs na interface. Inicialmente, deve-se escolher qual a banda e

tamanho da imagem a ser apresentados na seleção. Ao clicar na opção ROIs, a janela

da Figura 44(c) é exibida e fornece ao usuário várias formas de selecão das ROIs. A

opção Show controi o dendrograma na janela da Figura 43 em função das regiões

selecionadas. Os agrupamentos realizados com estas ROIs são exibidos através da

cor amarela.

Este módulo, assim como o módulo MDA, também apresenta uma opção Save,
onde os dendrogramas são salvos em formato .EPS. O procedimento para salvar esses

gráficos é o mesmo apresentado no módulo MDA.

Uma das opções mais interessantes que este módulo possui é a de nó sensı́vel ao

clique do mouse. O ponto sensı́vel representado na Figura 45(a) (página 118) é um

nó do dendrograma e indica que um agrupamento aconteceu, ou seja, representa um

grupo encontrado pelo SPC à temperatura definida naquela altura. Quando um evento

de clique do mouse é efetuado na área exibida são mostradas algumas informações

sobre este grupo (segmento) na janela da Figura 45(b), são elas: o próprio segmento

exibido através da opção Show Image e a análise multivariada através das opções

Brushplot e Descriptive Statistics. A opção Show Image apresenta este segmento na

imagem com as mesmas propriedades do módulo Visualizar Imagem Segmentada. A

opção de análise multivariada apresenta a mesma estrutura do módulo MDA descrito

nesta seção.
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(a)

(b) (c)

Figura 44: Módulo Dendrograma: (a) janela de Temperature, (b) janela principal de
ROIs e (c) janela seleção de ROIs.

Módulo Procura Grupo

Este módulo corresponde ao evento “Procurar Grupos” (ver Seção 5.3.1). Ele tem

a função de apresentar algumas informações presentes nas temperaturas que tiverem

as ROIs selecionadas em um único grupo. Esta opção é uma forma mais prática de

se obter um determinado grupo sem sua análise pelos dendrogramas.

Quando este módulo é acionado pela opção “Search Cluster”, uma janela princi-

pal a este módulo é exibida como a da Figura 46 (página 118). Esta janela também

fornece ao usuários condições de selecionar as ROIs na imagem com uma janela ilus-

trada na Figura 44(c). Quando as ROIs são selecionadas, a opção Temperature da

janela principal é habilitada e todas as temperaturas que tiverem as ROIs seleciona-

das em um único grupo são exibidas para escolha. A opção Show na janela principal

deste módulo apresenta todas informações deste grupo à temperatura selecionada.

As informações do grupo são apresentadas em uma janela com a mesma estrutura

da Figura 45(b).



118

(a) (b)

Figura 45: Opção de interação com o dendrograma: (a) área sensı́vel ao clique do
mouse e (b) janela de resposta a interação.

Módulo Animação

Este módulo corresponde ao evento “Gerar Animações” (ver Seção 5.3.1). Ele

mostra os agrupamento realizados pelo programa SPC através de animações, podendo

estas serem salvas em formato com extensão MPEG. A janela principal deste módulo

está ilustrada na Figura 47(a) (página 120) e a janela que exibe as animações está

ilustrada na Figura 47(b).

Existem duas formas de gerar as animações como apresentada na Tabela 32

(página 101). A primeira exibe uma animação apresentando todos os grupos (seg-

mentos) que compõem a imagem segmentada em uma temperatura selecionada. Esta

Figura 46: Janela do Módulo Procura Grupo.
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opção está definida na janela principal do módulo como Cluster from a Temperature.

Para este caso, apenas uma temperatura deve ser selecionada na janela principal. A

Figura 47(b) (página 120) ilustra a estrutura da animação para esta opção.

A segunda opção exibe as imagens segmentadas para todas as temperaturas se-

lecionadas na janela principal do módulo. Este tipo de animação fornece uma idéia

intuitiva dos grupos formados a cada temperatura. A animação começa pela tem-

peratura mais alta (tende a inúmeros grupos unitários) e continua o processo até a

imagem segmentada da temperatura mais baixa (tende a formar um único grupo).

Esta segunda opção é realizada quando Temperatures from Hierarchical Clustering é

selecionado. A Figura 47(c) ilustra a estrutura da animação para esta opção.

A opção Band define qual a banda será utilizada nas animações. A opção Show
fornece as janelas de animação, só podendo ser habilitada quando alguma tempera-

tura é selecionada.

O sistema desenvolvido é um protótipo para ser analisado em trabalhos futuros. O

objetivo principal desta dissertação foi aplicar o agrupamento superparamagnético à

segmentação de imagens. Visto dificuldades de manipulação do SPC, foi desenvolvido

este sistema. Mas como a técnica realiza um agrupamento hierárquico, pode-se acres-

centar novas idéias na exibição dos resultados obtidos. Portanto, nenhum estudo foi

realizado sobre a satisfação do usuário, ou seja, as métricas utilizadas para testar a

usabilidade do sistema não foram trabalhadas. Esta questão serve de sugestão para

trabalhos futuros.

O próximo capı́tulo apresenta os resultados obtidos diante das pesquisas rea-

lizadas na aplicação da segmentação de imagens ao programa SPC.
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(a)

(b) (c)

Figura 47: Janelas do Módulo Animação: (a) principal do módulo, (b) animação por
cluster e (c) animação por temperatura.
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6 Resultados

Neste capı́tulo é apresentado o resultado da aplicação do programa SPC otimizado

(ver Seção 5.2.3) a uma imagem de sensoriamento remoto. Nele, inicialmente, uma

descrição da imagem utilizada é fornecida e, em seguida, os resultados são apresen-

tados.

6.1 Descrição da Imagem

Foi analisada uma imagem do sensor Landsat TM que mostra uma bacia loca-

lizada no norte do estado de Wyoming, nos Estados Unidos (ver Figura 48, página 122).

A imagem tem �C�r�)��C�r� pixels e possui seis bandas, e faz parte dos dados de demons-
tração do software ENVI (ver Capı́tulo 1). O arquivo está no formato de armazena-

mento nativo do ENVI e se chama bhtmref.img.

Como o SPC está limitado a imagens com tamanho pequenos por conta de restrição

na manipulação da matriz de dissimilaridade (ver Seção 5.2.1), a imagem foi reduzida

para um tamanho de �EBÄ�_1�EBÄ� pixels. A redução foi feita no ENVI utilizando um fatorBCD � para o número de linhas e de colunas da imagem usando amostragem por vizinho

mais próximo. Além disso, algumas áreas da imagem foram selecionadas para uma

análise dos dados mais criteriosa.

A Figura 48 exibe uma ilustração das áreas selecionadas na imagem original. A

banda � foi escolhida para ilustrar todas as imagens da figura, mas o qualidade da

imagem no documento foi afetada por causa do formato EPS (utilizado no Latex).

6.2 Resultados

Para todas as imagens analisadas, os parâmetros de entrada necessários ao SPC

estão descritos na Tabela 34 (página 122). Nos três exemplos, utilizou-se o SPC

otimizado (ver Seção 5.2.3), tendo em uma delas sido utilizado também o SPC com

critério de vizinhança KNN. Os arquivos de dados foram gerados definindo a distância

Euclidiana e vizinhança- � na interface. Como as temperaturas utilizadas variam do

valor BCD½BeB até o valor BCD®�r� com variações BCD½BeBÄ� , pode-se ter um total de �C� imagens

segmentadas. Porém, a quantidade de imagens segmentadas vai depender dos re-
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Figura 48: Ilustração geral das imagens de análise.

sultados obtidos a cada temperatura, visto as otimizações realizadas nos arquivos de

saı́da (ver Seção 5.2.2).

O hardware utilizado foi um AMD DURON de �³D ������� com memória RAM de �C�r�p�k� e

HD de �ÄBg��� .

As próximas seções apresentam os resultados para cada imagem analisada.

Dimensions 0
MinTemp 0.00
MaxTemp 0.15
TempStep 0.005
SWCycles 4000

KNearestNeighbours 8
MSTree ÍDirectedGrowth ÍSaveSuscept ÍWriteLabels ÍWriteCorFile A

Tabela 34: Dados de entrada utilizados nas imagens de teste.

6.2.1 Imagem Reduzida

Dentre as �C� temperaturas a serem exibidas na interface, apenas a temperaturaBCD½Bò�r� não foi considerada nos arquivos de saı́das. O tempo de processamento do SPC

para esta imagem foi de �e�p��¡®� . Algumas das temperaturas consideradas no arquivos
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de saı́das são exibidas na Figura 49. Vale salientar que como a imagem foi reduzida

para o tamanho �EBÄ����EBÄ� , a qualidade da segmentação foi afetada.

A Figura 49(a) apresenta a imagem segmentada na temperatura inicial. A visua-

lização desta temperatura foi definida pela opção full na interface apresentada na

Seção 5.3.2. Como esta temperatura tem valor mı́nimo, todos os pixels fazem parte

de um mesmo grupo (exibido pela cor vermelha em toda a figura).

(a) (b)

(c) (d) (e)

Figura 49: Imagens Segmentadas da Imagem Reduzida por temperaturas: (a) BCD½BeBeB ,
(b) BCD®�r�³B , (c) BCD½B«3³� , (d) BCD½BÄ�³B e (d) BCD½BÄ�e� .

A Figura 49(b) apresenta a imagem segmentada na temperatura final. Ela ilus-

tra a fase de desordem do modelo de Potts. A cor preta, por convenção foi utilizada

para representar os clusters unitários. Dado que a quantidade de cores disponı́veis

pela interface é limitada, a visualização de cada cluster unitário com cores diferentes

torna-se um processo inviável dependendo do tamanho da imagem. Esta limitação

está apresentada na figura, onde, em algumas regiões separadas espacialmente, as

cores se repetem. Isto implica que, por exemplo, dois grupos separados espacial-

mente são unidos sendo que, na verdade, o que ocorre neste processo é a repetição

de cores quando a quantidade já utilizada chega ao limite de cores. Então nestes

casos, a imagem segmentada fornece uma ilustração geral, podendo a pesquisa ser

mais detalhada a partir de outras opções na interface, como a de procurar grupos ou

dendrograma.
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As outras figuras apresentam os melhores resultados na segmentação. A Fi-

gura 49(c) (página 123) apresenta um resultado interessante, mas na parte inferior

direita deixou uma região mais escura ser agrupada com a área mais clara. A Fi-

gura 49(d) fornece esta separação em regiões claras e escuras. Quanto mais aumenta

a temperatura, mais grupos são formados, ou seja, mais aumenta a quantidade de

grupos, podendo este fato ser ilustrado bem na Figura 49(e) para a área analisada.

6.2.2 Primeira Região da Imagem

Esta região da imagem possui o tamanho �EBeB�1�³B . Por convensão ela será cha-

mada de região � . Uma ilustração da sua posição na imagem original é mostrada na

Figura 48 (página 122), onde a imagem é circundada pela cor verde. Ela foi escolhida

por apresentar alguns segmentos bem definidos na imagem original, como o segmento

circular (ver Figura 50, página 125).

Os resultados do programa SPC com o critério de vizinhança- � estão ilustrados na

Figura 51 (página 126). A seqüência de figuras ilustra ao caminho de agrupamentos

gerados a cada temperatura. Nesta aplicação, das �C� temperaturas a serem exibidas

na interface, apenas as temperaturas BCD½BeBeB , BCD½BeBÄ� e BCD½Bò�r� não foram considerada nos

arquivos de saı́das. A imagem da Figura 51(d) fornece uma boa segmentação. Como

a temperatura desta imagem possui seu valor próximo ao das altas temperaturas, a

imagem segmentada apresenta uma maior concentração de grupos formados. Um

exemplo é o quadrante inferior direito desta imagem.

Na região � , foi simulada, também, a versão do SPC com o critério KNN (K-Nearest-
Neighbor) para encontrar os vizinhos de cada pixel. A quantidade máxima de vizinhos

estabelecida foi � . Os resultados de algumas temperaturas estão ilustrados na Fi-

gura 52 (página 126). À temperatura BCD½B³�ÄB a imagem segmentada apresenta bons

resultados (ver Figura 52(c)). Esta temperatura apresenta seu valor próximo ao das

baixas temperaturas, por isto a imagem segmentada apresenta poucos grupos no

quadrante inferior direito da imagem.

Uma observação interessante a respeito do SPC com o KNN é o fato dos melho-

res resultados estarem a baixas temperaturas. Como o algoritmo KNN procura osM vizinhos segundo algum critério de proximidade, os vizinhos de um indivı́duo (pi-

xels) tenderão a possuir valores mais baixos (altos) de dissimilaridade (similaridade).

Considerando o critério de proximidade utilizado na dissertação, quanto menor for a
dissimilaridade entre indivı́duos, mais forte é a sua ligação, e mais probabilidade eles

têm de se juntarem no passo de formação dos grupos, mesmo a baixas temperaturas.

Já na versão do SPC com vizinhança- � , os vizinhos considerados podem ser muito

diferentes segundo suas caracterı́sticas.

É importante lembrar que versão com o critério KNN só foi aplicada à segmentação

de imagens, pois na criação da matriz de dissimilaridade a vizinhança espacial foi
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considerada (ver Seção 5.2.1).

Outra informação importante foi a redução brusca no tempo de processamento

com o SPC utilizando vizinhança- � . Enquanto a versão com o KNN executou o agru-

pamento em �r�C����¡®� , a versão com a vizinhança- � executou em �e�p��¡ � , havendo uma

redução de �e� � .

6.2.3 Segunda Região da Imagem

Esta região da imagem possui �C��}�e� pixels, e por convenção será chamada de

região � . O tempo de processamento do SPC para esta imagem foi de ���p��¡ � . Uma

ilustração da sua posição na imagem original é mostrada na Figura 53 (página 126).

Ela foi escolhida por apresentar alguns segmentos interessantes para análise na ima-

gem original. Todas as �C� temperaturas foram considerada nos arquivos de saı́das

para esta imagem.

A Figura 54 (página 127) apresenta a seqüência de temperaturas a formar as

segmentações de melhores resultados. Diante das imagens obtidas a da Figura 54(d)

apresenta o melhor resultado. Porém, o segmento central apresentado pelo grupo

de cor azul não foi segmentado de forma adequada à banda ilustrada. Os segmen-

tos distintos para este grupo só são segmentados à temperatura ilustrada na Fi-

gura 54(d). Este fato pode ter ocorrido diante de duas possibilidades:2 As outras bandas favorecerem a união destes dois segmentos, apresentando

dissimilaridades mı́nimas2 Presença de ruı́dos nas bandas dos segmentos.

O próximo capı́tulo apresenta as conclusões desta dissertação, acrescentando

idéias para trabalhos futuros.

Figura 50: Ilustração da região � .
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(a) (b)

(c) (d)

Figura 51: Imagens segmentadas da região � pelo critério de vizinhança- � e com as
temperaturas: (a) BCD½BÄ�³B , (b) BCD½BÄ�e� , (c) BCD½B �³B e (d) BCD®�EBeB .

(a) (b) (c)

Figura 52: Imagens segmentadas da região � pelo critério KNN e com as temperaturas:
(a) BCD½BÄ�³B , (b) BCD½BÄ�³B e (c) BCD½B³�ÄB .

Figura 53: Ilustração da região � .
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(a) (b)

(c) (d) (e)

Figura 54: Imagens segmentadas da região � por temperatura: (a) BCD½B �³B , (b) BCD½B �e� , (c)BCD®�EBeB , (d) BCD®�EBÄ� e (e) BCD®�r�e� .
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7 Conclusões

Este trabalho teve o objetivo de aplicar à segmentação de imagens uma técnica que

agrupa dados simulando o comportamento superparamagnético de um modelo fı́sico,

o modelo de Potts não homogêneo. Para a localização das configurações tı́picas deste

modelo, a dinâmica de Swendsen-Wang foi utilizada. O algoritmo é influenciado por

um parâmetro de temperatura. Esta caracterı́stica resulta num conjunto hierárquico

dos dados resultantes, onde a cada temperatura é obtida uma imagem segmentada.

Como os autores do algoritmo desenvolveram a implementação de uma versão

acadêmica do mesmo, chamada SPC, este trabalho se dedicou a analisar os resul-

tados e adaptar a versão à segmentação de imagens. Vistas as dificuldades encon-

tradas na manipulação dos arquivos de entrada e saı́da, necessitando-se de um pré-

processamento quanto de um pós-processamento, foi desenvolvido um sistema para

amenizar esta etapa.

Para a construção do sistema, otimizações foram realizadas no programa e arqui-

vos de entrada e saı́da. As otimizações foram necessárias para redução no tempo com-

putacional, dado que as imagens trabalhadas apresentam uma grande quantidade de
informação. Como no arquivo de entrada foi estabelecido o critério de vizinhança es-

pacial para construir a matriz de dissimilaridade, a segmentação de imagens também

pôde ser realizada com o SPC original para comparações com a versão do programa

otimizada.

Foi construı́da uma interface gráfica para o sistema. Através desta interface

inúmeros recursos são disponibilizados, como análise multivariada dos dados pro-

venientes das imagens e exibição dos dados de saı́da do programa: imagens segmen-

tadas, dendrogramas interativos, animações e busca grupos. Além disso, a interface

pode ser utilizada com qualquer algoritmo hierárquico se o mesmo trabalhar com os

arquivos de entrada e saı́da utilizados pela interface.

Na análise dos resultados, utilizou-se imagens de sensoriamento remoto por apre-

sentar volumes de dados grandes e complexos. A imagem utilizada é um dos exemplos

presentes no software ENVI. Foram amostradas partes das imagens para uma análise

detalhada. As imagens segmentadas apresentam resultados satisfatórios, já que o

algoritmo consegue construir grupos visı́veis na imagem de forma amigável. As con-

seqüências das adaptações resultaram numa redução brusca no custo computacional
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em relação ao requerido pela versão original.

O sistema desenvolvido é um protótipo e deve ser analisado em trabalhos futuros.

Não foram realizados testes para verificar a satisfação do usuário, já que o foco foi

descobrir inúmeras formas de se mostrar os resultados obtidos pelo agrupamento

hierárquico. Verificar esta satisfação do usuário é de importante valia, servindo como

base para a construção de uma versão mais aprimorada do sistema.

Nesta dissertação, analisou-se a aplicação de uma técnica de agrupamento de

dados à segmentação de imagens. Como esta técnica é baseada em modelos fı́sicos,

as análises de como o comportamento fı́sico influencia nos resultados obtidos foram

priorizadas. A qualidade das imagens segmentadas também foi analisada. Visto que

um dos propósitos do trabalho foi analisar as segmentações realizadas com base no

comportamento fı́sico da técnica, não houve uma comparação com outros algoritmos.

Esta comparação é importante para analisar com mais detalhes a qualidade com que

a segmentação está sendo realizada, servindo como sugestão a trabalhos futuros.

Os dados trabalhados nesta dissertação só tiveram análises para resultados pro-

venientes das intensidades presentes nas bandas da imagem. Estas análises podem

ser estendidas a quaisquer caracterı́sticas obtidas. Para utilizá-las com o sistema,

elas precisam apresentar valores inteiros e serem atribuı́das para cada pixel da ima-

gem.

Como a implementação feita na versão acadêmica restringe a quantidade de dados

a serem agrupados, somente imagens relativamente pequenas podem ser utilizadas.

Isto ocorre por conta do programa trabalhar com a matriz de dissimilaridade »�'» . O

tamanho a ser suportado pelo sistema vai depender das configurações presentes no

computador. Nas imagens de teste, utilizou-se um computador com �C�r�p�k� de RAM.
Mas em computadores com �r�e�p�k� de RAM, o programa suporta de forma satisfatória

imagens com �³BeBeB pixels. Para solucionar este problema, deve-se trabalhar com o

conceito de matrizes esparsas.
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